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Resumo

Modelos estatisticos servem para descrever o comportamento probabilistico de
fenémenos de interesse permitindo analisé-los, prevé-los e tomar decisoes pertinentes.
Modelos de regressao linear sao muito utilizados em diversas areas. Ksses modelos
possuem suposicoes fortes como independéncia entre os erros que em geral nao se ajustam
a dados espaciais, ji que estes dados permitem que haja dependéncia na estrutura de
covariancia dos erros. Portanto, modelos de regressao linear podem ser comparados
com modelos espaciais. Dados espaciais podem ser divididos em 3 tipos: padrao de
pontos, dados de area e dados geoestatisticos. Esse trabalho visa avaliar modelos
de regressao linear inicialmente e posteriormente comparéd-los aos modelos espaciais
para dados geoestatisticos através da funcao de covariancia exponencial. Parametros
desconhecidos sao encontrados nesses modelos e a inferéncia adotada nesse trabalho ¢é a
Bayesiana por permitir que a crenga inicial do especialista seja incorporada a modelagem,
aumentando a quantidade de informacao avaliada e melhorando portanto as estimativas.
Ao ajustar os modelos sob conjuntos de dados simulados é possivel verificar a capacidade
dos ajustes recuperarem os verdadeiros valores dos parametros e selecionar o verdadeiro
modelo.

Palavras-chave: Estatistica Espacial. Geoestatistica. Inferéncia Bayesiana. Modelo de
Regressao Linear. Métodos de Monte Carlo via cadeias de Markov. DIC. Erro médio
quadratico.
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1 Introducéao

Modelos estatisticos consistem em atribuir a rmac6es probabilisticas sobre fenbmenos
de interesse e costumam ser de nidos através de 2 caracteristicas: 0 espaco amostral e
a familia de distribuic6es de probabilidades associadas. Apés dados serem observados é
possivel avaliar se essa familia ajustou-se satisfatoriamente aos fendmenos de interesse e,
em caso a rmativo, é possivel tomar decisées e realizar previsdes, por exemplo.

Geralmente essa familia possui parametros desconhecidos e had a necessidade em
estima-los. Existem diversas formas de inferir sobre esses parametros. A inferéncia
cldssica € a uma das mais utilizadas, porém, a inferéncia Bayesiana permite atribuir
uma distribuicdo de probabilidade ao conjunto de parametros desconhecidos, na qual
0 especialista pode quanti car uma crenca inicial sobre esse conjunto, tornando essa
forma de inferéncia muito atrativa. A estimacdo desse conjunto € realizada através da
distribuico a posteriori e essa costuma possuir forma analitica desconhecida. E possivel
recorrer aos metodos de simulagdo como os meétodos de Monte Carlo via cadeias de
Markov (MCMC).

Um dos modelos estatisticos mais utilizado é o de regresséo linear. Esse modelo
descreve a relacédo entre duas ou mais variaveis e costuma ser facil de ajustar e interpretar
e, portanto, é muito utilizado em diversas areas. Essa modelagem pode ser aplicada para
relacionar a taxa de criminalidade com a taxa de desemprego ou a ocorréncia de chuva
com a temperatura e umidade ou a quantidade de pessoas infectadas com dengue com
0 nivel econémico de uma regido, por exemplo. Porém, esta modelagem requer algumas
suposi¢des importantes para implementacdo do modelo, que, na prética, é dificil de ser
alcancada. Uma delas € a independéncia entre os erros. A estatistica espacial permite
atribuir uma estrutura de dependéncia na matriz de covariancias dos erros e, assim, €
possivel modelar um experimento com esta natureza.

A estatistica espacial tem por objetivo estudar quantitativamente dados de natureza
espacial da seguinte forma: identi cando, analisando e modelando a ocorréncia desses
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fendbmenos posicionados no espaco. Ao decorrer dos anos constatou-se que era necessario
um avanco tecnolodgico para auxiliar no estudo desta area.

O avanco da informatica e de tecnologias tém proporcionado um aumento na
guantidade de dados armazenados e contribuido para o aperfeicoamento da Estatistica
Espacial. Na década de 1960 observou-se a necessidade de um programa para armazenar
e analisar a grande quantidade de dados espaciais, ja que naquela época ainda se
iniciava a era computacional. Diante dessa necessidade e logo apds entre os anos de
70 e 80, foi imposto o Sistema de Informacbes Geogra cas (SIG), do ingi=ngraphic
Information System (GIS), com objetivo de criar um inventario de recursos naturais,
coletando, armazenando, manipulando, visualizando e analisando dados espacialmente
referenciados a um sistema de coordenadas conhecido. Céamara e Ortiz (1998) de niu
gue este sistema deve ser capaz de integrar dados de informagdes espaciais como censo e
cadastros, combinar os varios dados para gerar mapeamentos e plotar este conteudo da
base de dados geocodi cados.

Com o intuito de estimar o nivel de nitrato, um composto quimico que ocorre
naturalmente em aguas subterraneas, Woodard e O'Connell (2010) realizou um estudo nas
aguas dos Estados do meio Atlantico. Para esse estudo foi utilizada a analise espacial onde
o0 interesse era estimar se a quantidade do nivel de nitrato era superior a um determinado
limiar. Este trabalho recorreu a inferéncia bayesiana e para a modelagem espacial utilizou-
se a funcdo de covariancia esférica.

Outro exemplo de aplicacdo da estatistica espacial pode ser dado na éarea da
Epidemiologia Espacial, que € uma juncdo da estatistica espacial a epidemiologia.
Borgoni e Billari (2003) destacam que os argumentos da analise espacial podem fornecer
informacdes Uteis sobre as necessidades de saude reprodutiva ndo atendidas. Esse trabalho
avalia o uso de preservativos em mulheres em sua primeira relacdo sexual e conclui que
o sul da Italia apresenta maiores indices de relacdes sexuais desprotegidas pela primeira
vez. Um importante resultado para a sociedade, sustentando a tomada de decisao e - para
guando se aplicar - a fomentagao de politicas publicas para prevenir tal estatistica.

Krige (1951) concluiu em suas andlises que ndo era possivel estimar adequadamente
a quantidade de ouro que se encontrava em blocos de minério caso néo fosse considerados
a localizacéo e o volume.

Neste trabalho, utilizaremos dados geoestatisticos. O termo Geoestatistica refere-
se a um dos tipos de dados da estatistica espacial caracterizados por Cressie (1993).
A partir dos anos 60, a Geoestatistica tem sido aplicada em diversos estudos na area
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de Geociéncias como em Pesquisa e Avaliacdo Mineral, em Hidrogeologia, Cartogra a,

Geologia Ambiental e Geotecnia.

1.1 Objetivos

O objetivo geral desse trabalho é estudar sobre modelagem estatistica e, em particular,
sobre 0os modelos de regresséo linear e modelos lineares com estrutura espacial nos erros.
Como dito anteriormente, sera necessario inferir sobre parametros desconhecidos e nesse
trabalho optou-se pela inferéncia bayesiana.

Os objetivos especi cos séo:

Aplicar modelos de regresséo linear;
Estudar modelos espaciais;

Utilizar a inferéncia Bayesiana para estimacdo dos parametros desconhecidos nas

modelagens;
Estudar sobre métodos de selecdo de modelos em termos de ajuste;

Ajustar os modelos propostos por meio de dados simulados a m de avaliar

a capacidade de estimagdo dos parametros, analisar a sensibilidade quanto a
distribuicdo a priori para diferentes escolhas dos hiperpardmetros e avaliar a

capacidade dos critérios de selecdo de modelos;

Aplicar a modelagem em um conjunto de dados reais, se possivel.

1.2 Organizacao do trabalho

Esse trabalho estd organizado como descrito a seguir. o Capitulo 2 contém revisdes
bibliogra cas de Inferéncia Bayesiana, métodos de MCMC, Estatistica Espacial e selecao
de modelos. Posteriormente, no Capitulo 3 estdo as andlises dos resultados encontrados.
E por m, no Capitulo 4 naliza-se o trabalho apresentando as conclusées sobre o
estudo. O Apéndice 1 contém a funcédo de densidade/funcdo de probabilidade, o valor
esperado e a variancia das distribuicdes utilizadas nesse trabalho. J& o Apéndice 2
contém a distribuicdo preditiva utilizada no Exemplo 2.1. Os Apéndices 3 e 4 contém,
respectivamente, os codigos do modelo de regressao linear sob enfoque Bayesiano e 0s

cbédigos do modelo espacial.
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2 Materiais e Métodos

Este capitulo apresenta uma breve introdu¢do dos métodos utilizados neste trabalho
gue consiste inicialmente em avaliar modelos de regressao linear. Usualmente ha
parametros desconhecidos nesses modelos e nesse trabalho recorre-se a inferéncia
Bayesiana para estima-los. Sendo assim, a Secdo 2.1 apresenta uma revisao sobre essa
forma de inferéncia e a Secédo 2.1.2, uma revisao de MCMC. A Sec¢do 2.2 contem uma
revisdo de modelos de regressao linear. Logo apoés, na Secéo 2.3 ha uma revisdo de modelos
lineares com estrutura espacial nos erros e, em particular, apresenta-se uma discussao
sobre geoestatistica na Subsecdo 2.3.1. Além disso, neste trabalho serdo abordados
diferentes modelos e, para compara-los, na Se¢do 2.4 ha uma breve introducdo sobre
dois métodos de comparagcédo de modelos, o DIC e 0 EQM.

2.1 Inferéncia Bayesiana

Seja’Y uma variavel aleatoria de nida em um espagco amostral. Suponha que
haja interesse em uma caracteristica populacional desconhecida e relacionada a essa
variavel. Considere que seja possivel determinar a distribuicdo dessa variavel condicionada
a um vetor paramétrico , denotando-a porp(Y = yj ). Suponha ainda que o vetor
paramétrico seja desconhecido e que, com base nessa distribuicdo, seja possivel analisar
a caracteristica populacional desconhecida. Sendo assim, faz-se necessario inferir sobre
esse vetor paramétrico, ou seja, fazer armacgdes sobre Para isso, pode-se utilizar um
conjunto de dados.

Sob a abordagem Bayesiana, € permitido incorporar uma crenca inicial sobre
anterior a amostragem dos dados. Denote p@( ) a distribuicdo a priori de que
representa probabilisticamente essa crenca inicial. A inferéncia sobé realizada com
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base na sua distribuicd@ posteriori, denotada porp( jY = y), que é obtida através do
Teorema de Bayes e dada pela seguinte equacao:

p(Y = yj )p().
p(Y =y)

p( JY =y)= (2.1)
A distribuicdo p(Y = y) é chamada de distribuicdo marginal d& e pode ser obtida
combinando a distribuicdop(Y = yj ) com a distribuicdop( ). SeY for uma variavel

aleatéria continua, entdo
Z

p(y =y)= p(Y =yj)p( )d =E [p(Y = yj)]: (2.2)
CasoY seja uma variavel discreta, basta considerar um somatorio ao invés da integral.

Sejac 1 = p(Y = vy), entdo a distribuicdoa posteriori dada na Equacéo 2.1 pode ser
reescrita como

p( JY =y)=cpY =yj)p(): (2.3)

Note que a constantec ndo depende de . Por isso, sob a inferéncia Bayesiana,
€ comum utilizar a ideia de proporcionalidade e reescrever a Equacédo 2.1 da seguinte
forma:

p( JY = y)/ p(Y =yj )p(): (2.4)

Desse modo, a expressdo matematica costuma ser simpli cada e torna-se mais facil
reconhecer o nucleo de uma distribuicdo conhecida, por exemplo. A constanfgode
ser calculada recorrendo ao fato de que a integral (ou o somatério)mlejY = y) com
respeito a tem que serigual a 1.

Quando o vetor paramétrico for desconhecido, ao calcular a distribuicda(Y = yj )
para um valor observadoy da variavel aleatériaY, obtém-se uma funcdo que depende
de . Essa funcao que é chamada de funcdo de verossimilhanca e passa a ser denotada
por I(y; ). Note que a funcdo de verossimilhanca ndo é uma funcdo de distribuicdo. A
integral de uma funcao de verossimilhangca com respeito gode ser diferente de 1, por
exemplo. Essa expressao quando aplicada a diferentes valores dd@orma quais valores
parecem ser mais verossimeis.
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Em Migon, Gamerman e Louzada (2014) ha maiores detalhes sobre inferéncia classica
e/ou Bayesiana, enquanto Casella e Berger (2002) contém informacdes sobre inferéncia
classica e Paulino et al. (2018) contém informag0es sobre analise Bayesiana.

Na Subsecdo 2.1.1 h4 uma discussdo sobre como de nir a distribuigiriori e
a Subsecdo 2.1.2 apresenta um método iterativo que pode ser utilizado para avaliar a
distribuicdo a posteriori quando essa for desconhecida.

2.1.1 Distribuicdo a priori

A distribuicdo a priori p( ) deve representar toda a crenca probabilistica sobre o
parametro de interesse . O especialista pode ter muito conhecimento prévio sobre o
parametro desconhecido, tornando mais simples a tarefa de especi car uma distribuigdo
priori. Porém, ele também pode ter pouco conhecimento sobre saber especi car apenas
a meédia e a variancia, por exemplo. Ou, ainda, pode ndo haver qualquer informacao sobre

antes do experimento.

Quando ha informacdo sobre a distribuicda priori, pode-se recorrer a uma
distribuicdo a priori conjugada e incorporar o conhecimento da média e da variancia, se
houver, através dos parametros dessa distribuicdo, chamados de hiperparametros. Caso
ndo haja informagao alguma, basta atribuir uma variancia grande o su ciente para essa
distribuicdo. Essa etapa sera melhor explicada na Subsecédo 2.1.1.1.

Outro modo de atribuir uma distribuicdoa priori para um vetor paramétrico quando
ndo ha qualquer conhecimento prévio € o de recorrer a uma distribuicagpriori néo
informativa e entdo a Subsecédo 2.1.1.2 apresenta uma revisao dessa distribuicéo.

2.1.1.1 Distribuicdo a priori Conjugada

A distribuicdo a priori do parédmetro desconhecido sera de nida através da
distribuicdo da variavel de interesse¥ , p(Y = yj ). Considere a seguinte de ni¢éo
(Ehlers (2003)):

Denicdo 2.1 Se F={p(Y = vyj); 2 } é uma classe de distribuicbes amostrais,
entdo uma classe de distribuicbes P é conjugada a F se

8p(y =yj)2Fep()2P) p(jY =y)2F:
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Para ilustrar a de nicdo de distribuicdo a priori conjugada, considere o seguinte
exemplo

Exemplo 2.1 Suponha que uma mulher, que esta gravida do sétimo lho, deseja saber
gual é a probabilidade de que este seja menino. Dentre os |hos, esta mulher e seu marido
ja tiveram 5 meninos e por ultimo 1 menina.

Seja; uma variavel binaria que assume valor 1 seiaésima crian¢a for menino ou

funcdo de verossimilhanca é dada por
ItY =y; )=p(Y =yj)= > )40 1 (2.5)

Para que a distribuicAoa priori de seja conjugada, pela de nicdo 2.1, faz-se
necessario que a distribuicda posteriori de pertenca a mesma familia da distribuicao
a priori. Analisando a equacao (2.5) e comparando com distribuicGes conhecidas cuja
varidvel assume valores continuos no intervalo unitério, nota-se que a equacao citada tem
0 nucleo da familia de distribuicdes Beta e, por isso, a distribuic&opriori sera uma
Beta(a,b). Dessa forma, tem-se que a distribuicée posteriori possui a seguinte forma:

pCIY =y)/ @ )b R )P is= @S ig g (2.6)

Portanto, a distribuicdo a posteriori de  tem distribuicdo Beta(a + 5;b + 1),
pertencendo a mesma familia da distribuicda priori, apenas se diferenciando através
dos hiperparametros.

Quando um modelo amostral é tal que a distribuicéa priori e a posteriori pertencem
a mesma familia de distribuicdes, € dito qua priori é conjugada ao modelo. Portanto, a
distribuicdo Beta € conjugada a distribuicdo Bernoulli.

A inferéncia sobre a probabilidade dessa mulher ter um menino pode ser realizada
através da distribuicdo a posteriori de dada pela equacgédo (2.6) e, portanto, essa
probabilidade pode ser estimada pela médaposteriori de , que corresponde %%is.

Supondo que ndo h& qualquer informacaopriori sobre o parametro, pode-se utilizar
a= b=1, obtendo assim a distribuicdo uniforme, que € um caso particular da Beta e
€ uma distribuicdo que considera que todos 0s possiveis valores tem a mesma massa de
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probabilidade. Dessa forma, tem-se que a médiapriori de € 0;50 e que a variancia é
0;083 E, nesse caso, estima-se, através da distribuic@gosteriori, que a probabilidade
de se ter um menino é d&5%

Agora, suponha que inicialmente acredita-se que esse casal tenha 50% de probabilidade
de ter um menino e que atribua-se uma varidncia muito pequena demonstrando uma
grande con anca de que essa crenca esteja correta. Para isso, considepiori 0s
seguintes valores para os hiperparametros da distribuicdo Beta= b= 3. Dessa forma,
tem-se que a média priori de € 0;50 e que a variancia €;036 Nesse caso, estima-
se que a probabilidade de se ter um menino € @6;,67% Note que a probabilidade &
ligeiramente alterada quando comparamos com o0 caso onde ndo ha informacéao inicial e,
por isso, € necessario ter muita cautela ao atribuir uma distribuic&o priori.

Esse exemplo também poderia ter sido resolvido através da distribuicdo preditiva

A Figura 1 compara a funcdo de verossimilhanca com a distribuic&o priori e a

distribuicdo a posteriori, apontando que a distribuicdoa posteriori € um resultado da
ponderacédo entre a distribuicéa@ priori e a funcdo de verossimilhanca.

Figura 1: Distribuigéo a priori, a posteriori e fun¢do de verossimilhanga para o Exemplo
2.1.



2.1 Inferéncia Bayesiana 23
2.1.1.2 Distribuicdo a priori nao informativa

As distribuicdes a priori podem ser classicadas de acordo com a informacéao
probabilistica dada, ou seja, ndo informativa ou informativa. O primeiro caso ocorre
guando se assume ignorancia probabilistica total em relacdo ao parametro. Por exemplo,
se um parametro assume valores no intervalo unitario e atribui-se uma distribuic@o
priori uniforme nesse intervalo, entdo todos os pontos possuem a mesma probabilidade
de ocorrerem e portanto tem-se uma distribuicda priori ndo informativa. Porém, se o
parametro assume valores na reta, por exemplo, ndo ha uma distribuicdo uniforme que
possa ser de nida nesse intervalo. Nesses casos, ha algumas alternativas. Primeiramente,
pode-se tornar a distribuicdoa priori conjugada em uma distribuicdo muito ou pouco
informativa escolhendo hiperparametros adequados, ou seja, quanto menor a variancia
dessa distribuicdo, maior serad a informacdo e quanto maior for essa variancia, mais
vaga sera a distribuicdo e portanto menos informativa. Outra forma, é recorrendo a
distribuicdesa priori de referéncia e maiores detalhes podem ser encontrados em O'Hagan
e Kendall (1994) e Bernardo e Smith (1994).

Em geral, as distribuicdesa posteriori dos parametros desconhecidos possuem forma
analitica desconhecidas. Portanto, recorre-se aos métodos os MCMC para obter amostras
destas distribuicdes. Neste trabalho em particular, serdo aplicados o Amostrador de Gibbs
e o algoritmo de Metropolis-Hastings. As Subsecdes seguintes apresentam uma revisao
sobre os métodos MCMC e dos algoritmos citados.

2.1.2 Monte Carlo via Cadeias de Markov

Os métodos de Monte Carlo via Cadeias de Markov (MCMC) consistem em uma classe
de algoritmos para amostrar de uma distribuicdo de probabilidade de interesse usando
cadeias de Markov, sendo uma alternativa aos metodos néo iterativos nos problemas em
gue as solucBes analiticas tornam-se inviaveis ou complexas. Na inferéncia Bayesiana,
0s métodos de MCMC sdo muito utilizados para obter uma amostra da distribuicao
a posteriori de , permitindo assim inferir sobre o vetor paramétrico desconhecido.
Como base na amostra obtida pelo MCMC, pode-se calcular as estimativas amostrais da
distribuicdo de interesse. Uma discussdo mais profunda pode ser encontrada em Robert
e Casella (2004), Gamerman (2004) e Gamerman e Lopes (2006).



2.1 Inferéncia Bayesiana 24
2.1.2.1 Cadeias de Markov

Uma cadeia de Markov de primeira ordem, ou processo de Markov de primeira ordem,
€ um processo estocasticod; 1;:::} com espaco de estados nito ou in nito enumeravel,

P(¢2A]oiiii ¢ )= p(t2A) ¢ 1), (2.7)

para qualquer subconjuntoA. Isto é, a probabilidade de uma cadeia assumir um certo
valor futuro, dado o estado atual e o estado passado, depende apenas do seu estado atual.

De acordo com Gamerman e Lopes (2006), para que sejam usados os métodos MCMC,
a cadeia deve ser homogénea (as probabilidades de transi¢cdo de um estado para outro sdo
invariantes), irredutivel (cada estado pode ser atingido a partir de qualquer outro em um
ndamero nito de iteracdes) e aperiddica (ndo haja estados absorventes).

Os métodos de MCMC mais utilizados na inferéncia Bayesiana sdo o amostrador de
Gibbs e o algoritmo de Metropolis-Hastings. As Subsec¢fes seguintes fazem uma revisao
sobre cada um desses algoritmos aplicados ao contexto da inferéncia Bayesiana.

2.1.2.2 Amostrador de Gibbs

O Amostrador de Gibbs, proposto por Geman e Geman (1984) e introduzido por
Gelfand e Smith (1990), é uma cadeia de Markov na qual ndo h4 um método de aceitagéo-

rejeicdo, ou seja, a cadeia sempre ira para um novo valor.

Considere que o interesse esteja em amostrar um vetor ou matrizla distribuicéo
a posteriori p( jY = vy), sendoy um conjunto de dados observados. Suponha que
esse conjunto seja particionado emd componentes e que cada componente possa ser
um escalar ou um vetor ou mesmo uma matriz. Por simplicidade, considere que sejam
d escalares. O amostrador de Gibbs requer a obtencdo das distribuicbes condicionais
completasa posteriori, ou seja, das distribuicbep( ij i;y), parai =1;:::;de ;=
(100550 1 i+1::0; q) (vetor com elemento ; excluido). As transicfes de um estado
para o outro sao feitas através dessas distribui¢des.

O amostrador de Gibbs € de nido pelo esquema a seguir:

1. inicialize o contador de iteracdes da cadeia= 0;
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3. obtenha um novo valor de  a partir de ¢ 1 através da geracédo sucessiva dos

valores
t (1), (t1)..... t 1),
O opCd § Y8 P § %y
t (). (D)., ... t 1),
O o § Y § Yy
t (). (M)..... t) .
O opCd 5 P Doy

4. Incremente o contador dé parat+ 1 e retorne ao passo 2 até obter convergéncia.

Apdés a convergéncia, os valores resultantes formam uma amostrapde]Y = y).

Espera-se que a convergéncia das cadeias de Markov seja atingida apos um namero
de iteracdes su cientemente grande e apds o periodo de aquecimento. O periodo de
aquecimento corresponde as iteracdes iniciais necessarias até o momento em que a cadeia
comega a convergir e costuma ser facilmente identi cado ao analisar gra camente o trago
da cadeia do parametro amostrado.

Algo importante a ser observado € o fato de que os parametros amostrados podem ser
altamente autocorrelacionados. Uma solucéo para esse problema é o uso de espacamento
de ordemk para que seja selecionada uma amostra a caklateracdes, corrigindo assim
a autocorrelagdo da cadeia. O valor d& pode ser estimado através do graco da
autocorrelacdo do parametro amostrado.

Um outro recurso muito utilizado € rodar o algoritmor vezes alterando os valores
iniciais dos parametros em cada rodada e comparando se ap0s a convergéncia as diferentes
amostras de cada parametro pertencem a mesma regiao.

2.1.2.3 Algoritmo de Metropolis-Hastings

Os algoritmos de Metropolis-Hastings, introduzido por Metropolis (1953) e estendido
por Hastings (1970) para o caso mais geral, tem por objetivo simular uma distribui¢cdo de
probabilidade desconhecida. Este algoritmo nos garante a convergéncia para uma certa
distribuicdo, chamada de distribuicdo de equilibrio, que, na inferéncia Bayesiana, pode
ser a distribuicdoa posteriori.

Considere que o interesse esteja em amostrar da distribuigojY = y). O algoritmo
de Metropolis-Hastings consiste nos seguintes passos:
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1. Inicialize o contador de iteracdes= 0, especi que um valor inicial para o parametro
denotando-no por °.

2. Incremente o contador de parat+ 1.
3. Gere um valor P de uma distribuicdo auxiliar conheciday( Pj ' ).

4. Calcule a seguinte probabilidade de aceitacdo

C1opy = i g PCPIYIACt T P)
N S G

5. Gereu U(0;1).

6. Seu entdo aceite o novo valor fazendo' = P e incremente o contadoicont
para cont+ 1, caso contrario, rejeite o valor gerado fazendd = ! ! e cont ndo se
altera.

7. Volte ao passo 2 até obter convergéncia.

A escolha da distribuicdo propostay( Pj ' 1) é fundamental para o funcionamento
desse algoritmo. A distribuicdo proposta, se tratando como passeio aleatoério, pode ser
escolhida arbitrariamente, mas na préatica deve-se tomar alguns cuidados para garantir
a e ciéncia do algoritmo. Se atribuir um valor pequeno para a variancia da proposta, a
convergéncia da Cadeia de Markov seréa lenta, ja que seus incrementos serdo pequenos.
No entanto, se a variancia assumir valores muito altos, a cadeia tenderd a ndo se mover,
ja que a taxa de rejeicdo dos valores propostos sera alta.

A taxa de aceitacao, que contabiliza quantas mudancas de estados ocorreram, depende
da distribuicéo proposta. Essa taxa pode ser obtida dividindo o contadoont pelo total
de iteracdes, e deve manter-se em torno @ed4, que é um valor 6timo para propostas
unidimensionais (Roberts, Gelman e Gilks (1997) e Roberts e Rosenthal (2001)). Quando
a taxa de aceitacdo for muito alta ou muito baixa, sera necessario mudar a variancia da
distribuicdo ou até mesmo optar por outra distribuicdo proposta.

O algoritmo de Metropolis-Hastings utiliza 0s mesmos critérios de convergéncia vistos
na subsecéo 2.1.2.2, sendo necessario um periodo de aquecimento e, possivelmente, o uso
de espacamento de orde a m de evitar amostras altamente autocorrelacionadas.

Maiores detalhes sobre estes e outros algoritmos relacionados podem ser obtidos, por
exemplo, em Robert e Casella (2004) e Gamerman (2004).
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Um dos modelos que serdo aplicados a este trabalho é o de regresséo linear. Portanto,
na Secdo 2.2 fara uma breve revisédo sobre este modelo.

2.2 Modelo de Regressao Linear

A regressao linear simples tem por objetivo veri car a existéncia de uma relagéao entre
duas variaveis como, por exemplo, quando deseja-se investigar se o lucro obtido com
determinado produto esta relacionado com a renda média familiar de uma dada regiao.
A variavel de interesse é chamada de variavel resposta ou variavel dependente e a outra
varidvel é chamada de explicativa ou covariavel ou independente. Quando ha mais de
uma variavel explicativa diz-se ter um modelo de regresséao linear multiplo e, nesse caso, o
interesse pode estar em explicar o lucro através da renda, do valor gasto em propaganda
e da densidade populacional da regido, por exemplo.

Representa-se a relacdo entre variaveis através de um modelo estatistico e quando
veri ca-se a existéncia dessa relacdo, analise dos dados e previsdes podem ser realizadas,
auxiliando, por exemplo, em tomadas de decisdes.

Consideren unidades amostrais como, por exemplo, individuos, paises, animais,
entre outros. Sejam Y; a varidvel resposta dai-ésima unidade amostral e
Xi = Xio;s i 5 Xip 1) ’ um vetor contendo asp variaveis explicativas dai-ésima
unidade, em queX;o considera-se um vetor sendo todas as componentes iguais a 1.
Suponha que, dadoX;, as variaveis respostas sejam independentes e identicamente
distribuidas (iid) e que possuam a seguinte relacdo

. i _
Yi=X;, +@a; & N(@©; ?; i=1;:::;m (2.8)

ondeovetor =( o;:::; p 1)’ representa os efeitos das variaveis explicativas na variavel

resposta e os termosy;:::;e, sdo considerados erros aleatorios. Portanto, as suposi¢cées

do modelo de regresséao linear, com base na Equacéo 2.8, sao:

1. O vetor de variaveis independentes ; € conhecido para todas as unidades amostrais.

2. Linearidade: Dada as variaveis explicativaX i, o valor médio da variavel resposta
€ uma funcao linear dos parametros, ou seja,

E[ViXil= X; :
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3. Independéncia: Dada as variaveis explicativasX ;, as variaveis respostas sao
independentes, ou seja,

C(¥i;Yj))= C(X; +e;X; +¢)=C(e;g)=0; 8i6j
4. Normalidade: Os errose (i = 1;:::;n) possuem distribuicdo normal conforme
consta na Equagéo 2.8.

5. Homocedasticidade: A variancia do erroe é constante para todas as unidades
amostrais, ou seja,

V(YijXi)=V(e)= ? 8i=1;:::;n:

Em geral, assume-se qu¥;o = 1 para todas as unidades amostrais e, nesse caso,
o € chamado de intercepto ou coe ciente linear e representa o valor médio de todas as
unidades quando ndo ha qualquer variavel explicativa in uenciando no processo. Supondo
a existéncia de intercepto, quandp = 2 é dito ter um modelo de regressao linear simples
e entdo ; é chamado de coe ciente angular e representa o efeito da variavel explicativa
na variavel resposta.

Sob a abordagem Bayesiana, o vetor paramétrico desconhecide= ( ; 2) pode
ser estimado atraves da sua respectiva distribuic@posteriori que € dada combinando
a funcao de verossimilhanca, de nida pela Equacdo em 2.8 com a distribuiggriori
atribuida ao vetor paramétrico desconhecido.

2.2.1 Modelo de regresséo linear proposto

Considere o0 modelo de regresséo linear de nido pela Equacdo em 2.8 e suponha
gue uma amostra de tamanha foi observada. As variaveis respostas observadas serdo

i-ésima unidade.

Suponhaa priori que e 2 sejam independentes, tais que o vetor de coe cientes
segue uma distribuicdo normap-variada com vetor de média zero e matriz de covariancia
conhecida, e o parametro de precisdo, de nido por= 2, segue uma distribuicdo
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Gama com parametrosa eb conhecidos. Sendo assim, a funcdo de verossimilhanca e a
distribuicdo a posteriori de ( ; ) € dada por:

Yl r o ( )@ h 0 0 0 I)
plyj 5 )= &P 5 i X ) X)) (2.9)
i=1 i=1
C % - ) 1. )
p( 5 jy)/ " lexp 5 i xi)yi x;) b > Y1210

Como a distribuicdo multivariada em 2.10 é desconhecida, sera necessario recorrer aos
métodos de MCMC descritos na Subsecao 2.1.2 para obter uma amostra dessa distribuigao.
As distribuicbes condicionais completaa posteriori de e de possuem as seguintes

expressoes, respectivamente:

iy Np (XK x+ Xy (U x+y )t oe
!
. ) 1 X 0,0 0 .
iy Gama a +n=2:;b *5 i X )y %) (2.11)

i=1

Esse modelo de regressao linear sera aplicado nas Secdes 3.1 e 3.2 do Capitulo 3. Esta
dltima Secdo compara dois tipos de ajuste de dados: o modelo de regressao linear e o
modelo espacial. Portanto, na Se¢éo 2.3 apresenta uma breve introducao sobre estatistica
espacial e o modelo espacial proposto, além do tipo de dado ao qual sera abordado neste
trabalho.

2.3 Estatistica Espacial

Estatistica Espacial € o conjunto de métodos estatisticos utilizados para analisar
fendbmenos que variam em um espaco geogra co considerando alguma estrutura espacial
gue h& neste fenbmeno estudado. Aplicacdes desta natureza sdo encontradas em diversas
areas como Epidemiologia, Estudos de violéncia, Agronomia, Demogra a, Geologia, entre
outros.

Cressie (1993) considera trés tipos de dados para caracterizar os problemas de analise
espacial: processos pontuais (ou padrdes de pontos), dados de area e dados geoestatisticos
(ou superficies continuas).

Processos pontuais, ou padroes de pontos, consistem em avaliar a ocorréncia de
um dado fendmeno considerando que a incerteza esteja na localizacdo espacial dessa
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ocorréncia. Por exemplo, suponha que o interesse seja prever a localizacdo dos casos
de furtos ocorridos em uma determinada cidade ou ainda que o interesse esteja em prever
a localizacdo de uma certa planta. A Figura 2 ilustra esse tipo de dados apresentando
0 registro de ocorréncia no Brasil d&uterpe edulis que é uma palmeira que ocorre ao
longo de toda a Mata Atlantica e também em parte do Cerrado.

Figura 2: Registro de ocorréncia no Brasil dEuterpe edulis

Para compreender sobre dados de area, suponha que a regido espacial populacional
seja dividida em areas delimitadas como bairros, municipios ou paises. Os fenédmenos
de interesse ocorridos em cada uma dessas &reas consistem no agrupamento/somatorio
dos fendmenos ocorridos em diferentes pontos dessa area. Um exemplo desse tipo
de dados ocorre quando analisa-se o tempo de vida da populacédo brasileira dividindo
essa populacdo em Estados. A informacdo de cada Estado consiste no agrupamento
desses tempos em diferentes municipios. A Figura 3 ilustra esse exemplo utilizando os
dados obtidos em <http://atlasbrasil.org.br/2013/data/rawData/Indicadores%20Atlas%
20-%20RADAR%20IDHM.xIsx>. Um outro exemplo desse tipo de dados ocorre quando
analisa-se 0 numero de pessoas que contrairam dengue nos estados brasileiros e, nesse
caso, 0s estados brasileiros correspondem as areas delimitadas e o nimero de doentes
em cada estado consiste na soma do numero de doentes em diferentes ruas desse mesmo

estado.
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Figura 3: Expectativa de vida (em anos) ao nascer por estado brasileiro.

Na geoestatistica a localizacdo espacial é considerada conhecida e os dados ndo séo
agrupados. Por exemplo, suponha que o interesse esteja no teor de zinco no solo de uma
dada regido. Na Figura 4 pode ser veri cado um exemplo deste tipo de dado em que
a quantidade do composto quimico cromio produzida € referenciada pela localizagéo,
segundo o uso da terra. O tamanho do circulo sugere a quantidade de cromio em
determinado ponto. Neste trabalho, consideramos os dados geoestatisticos.

Figura 4: Quantidade de crémio por localiza¢do, segundo uso da terra.
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2.3.1 Geoestatistica

A geoestatistica, também nomeada de superficies continuas, estuda fenbmenos que
variam numa determinada regido espacial em que as localizagdes séo conhecidas.

De acordo com Cressie (1993), pode-se de nir a regi& como sendo subconjunto
xo do R" com volumer-dimensional positivo, onder = 1;2 ou 3, usualmente. Seja
fY(s) : s 2 Gg uma realizagdo do processo aleatério. Com isso, pode-se dizer gue
varia continuamente ao longo da regia& e poderia conter informacdes como latitude,
longitude e altitude.

Assuma que a média e a variancia do procesk¥(s) : s 2 Gg existam para todo
s 2 G. Entdo, denote-os por (s) = E(Y(s)) e V(Y(s)), respectivamente. Considere
gue h é o vetor de separacdo. De ne-se que 0 processo espaci@l é intrinsecamente
estacionario se

E[Y(s+ h)]= E[Y(S)] e (2.12)
VIY(s+h) Y(s)]= E[(Y(s) Y(s+h)i=2 (h); (2.13)

paratodos, s+ h 2 G, em que a quantidade () € uma funcao condicionalmente negativa
de nida.

O processoY () é dito estacionario de segunda ordem ou fracamente estacionario se
(s) é constante para todes 2 G, ou seja, (s)= paratodos2 G e

cofY(s);Y(s)g= C(h) 8s;s 2 G; (2.14)

isto é, a covariancia entre dois pontos quaisquer e& é funcéo apenas da diferenca entre
as duas localizacoes.

A gquantidade 2 (h) em (2.12) € um dos parametros mais importantes na modelagem
de geoestatistica e é conhecida cormariograma e (h) comosemivariograma . Ja a
funcdo C( ) dita em (2.14) é chamada de covariograma.

Quando o variograma depender apenas da distancia entre as localizacgdess ,
0 processo € denominado por isotropico. O processo se diz que € homogéneo quando
0 processo € intrinsecamente estacionario e isotropico (Smith (1996)). O processo é
heterogéneo se uma dessas duas condicdes nao se aplicar.
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Assume-se, em geral, que a variav¥l( ), em que assume valoreg(s) paras 2 G,
segue um processo Gaussiano (PG) com médiq) e fungcdo de covariancia( ; ) onde é
denotado por

Y() PG(();c(:)) (2.15)
se para quaisquers;;:::;Sn, € qualquern = 1;2;::: a distribuicdo conjunta de
Y(s1);:::;Y(sn) € uma normal multivariada com parametros dados poE[Y (sj)] =

(Y(si)) ecofY(si); Y(sj)g= c(si;sj) (O'Hagan e Kendall (1994)).

Na Geoestatistica a partir da estimacdo do semivariograma e constru¢do do gra co
de semivariograma identi ca-se a variabilidade espacial. Este permite representar
gra camente a semivariancia em funcdo da distancia, denominado de variograma
experimental. Através de uma amostra observadg(s;), i = 1;2;:::;n, 0 variograma
pode ser estimado por

1 X
2b(h) = N y(s) y(si+ h)% (2.16)
i=1
onde 2b(h) € o variograma estimados; corresponde as coordenadas @asima posicao,
y(si) e y(si + h) séo valores atribuidos a localizacdo, ou seja, sdo valoresieisima
observacéo da variavel & (h) € o numero de pares dos dados obtidogs;) e y(s; + h),
separados por um vetor de separacdo

Ao representar gra camente um dado processo homogéneo, encontram-se trés medidas
gue podem ser vistas por ele: o patamar, o efeito pepita e o alcance.

Quando o vetor de distancia € nulo, por de ni¢cdo, o semivariograma é nulo, isto é,
(h) = 0. Entretanto, na pratica, o semivariograma amostral costuma ter valor ndo nulo
guandoh = 0. Este valor € chamado de efeito pepita e pode ser interpretado como um
erro de medida.

O alcance € a distancia a partir da qual as amostras passam a ser independentes, ou
seja, quando ndo houver mais correlacdo espacial para o fendmeno de interesse.

O patamar é valor da variancia que corresponde ao alcance e € considerado que a partir
deste ponto ndo ha mais a dependéncia espacial, ja que a variancia entre as amostras nao
varia em relacdo a distancia.

A Figura 5 apresenta o exemplo de um semivariograma empirico. Pode-se notar que
a partir da distancia 0,4 o semivariograma permanece constante e igual a 1,2. Note,
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também, que quando a distancia se anula, o semivariograma assume valor 0,2. Portanto,
neste exemplo, a variancia do efeito pepita assume valor igual a 0,2, 0o patamar assume 0
valor de 1,2, o alcance assume valor de 0,4 e variancia igual a 1.

Figura 5: Exemplo de um semivariograma com efeito pepita igual a 0,2, alcance igual a
0,4, com patamar igual a 1,2 e variancia 1.

No campo da geoestatistica € necessario ajustar um modelo estatistico aos dados
experimentais, em vista da necessidade de calcular o valor do semivariograma para
gualquer distancia. Para isso, existem diferentes funcdes de covariancias validas utilizadas
na literatura. Lista-se, na Tabela 1, algumas dessas fun¢des de covariancia e as expressoes
dos seus respectivos semivariogramas.

Nota-se que os modelos Exponencial e Gaussiano atingem o0 patamar apenas
assintoticamente, ja que a funcéo exponencial nunca se anula. O modelo Gaussiano possui
amplitude extensa e patamar aproximado ao modelo exponencial e € comumente utilizado
para modelar fenbmenos continuos. As Figuras 6 e 7 apresentam exemplos de modelos de
semivariogramas e suas respectivas covariancias, respectivamente.
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Tabela 1: Modelos validos de covariancias e seus respectivos semivariogramas para dados
geoestatisticos sendo? a variancia do efeito pepita e/ a variancia do processo.

Modelo Q
<0 ,seh
Esférico Cthy=_. V1 2h+21h® K se0< :
g ‘+V , caso contrario.
< 2+V ,seh
(h=_ 2+V 2h Lh® ,seO<h ;
"0 , caso contrario.
Exponencial C(h) = Vzeiq%/ ") §220>cc?’ntrério.
(h) = 2+V[1 exp( h)] ,seh> 0
0 , Caso contrario.
. V ex ’h?) ,seh> 0;
Gaussiano C(h) = 2 +F\(/ : , caso contrario.
(h) = 2+ V[1 exp( °2h?)] ,seh> 0
0 , Caso contrario.

Figura 6: Exemplo de modelos de semivariancias validas.
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Figura 7: Exemplo de modelos de covariancias validas.

2.3.2 Modelo espacial proposto

Suponha queY seja uma vetor aleatério continuo em uma regiao espacia| ou seja,
Y € a colecdo de variavei¥ (s), s 2 G. As coordenadass podem ser a latitude, a
longitude e altitude. No contexto da geoestatistica assume-se que

Y Na(; ) (2.17)

em queN, representa a distribuicdo normal multivariada de dimenséao, € um vetor que
representa a média do processo com dimensée representa a estrutura de covariancia
com dimensdon n. O vetor aleatérioY descreve uma realizacdo parcial do processo
dado em 2.15 e, por isso, segue distribuicdo normal multivariada.

O vetor de médias € composto pela colecdo de médiags), s 2 G e em geral

vetor contendo asp covariaveis do processo que explicax(s), em queXy(s) € um vetor
gue todas as componentes deste vetor é igual a 1. Consid#re h, sendod a matriz de
distancias entre as localizacoese s .
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Nesse trabalho o processo de interesgés) € de nido da seguinte forma
Y(s)= X (s)’ +!(s) (2.18)

onde! (s) € um efeito espacial que segue distribuicdo normal com mé@javariancia V
para todo s e fungéo de covariancia dada pov¥  (d), sendojjdjj a distancia euclidiana
entre as localizacdes es e (d) a funcao de correlacdo espacial.

seguinte forma:

jidij=1jis siji= (s1 s)?+:ii+(s  s)%

Entdo, a funcdo de correlacdo exponencia{d) = expf d g, onde > 0. Note que a
componente espacial a ser estimada, ndo entra diretamente no process¥ (s), mas na
estrutura de correlacéo.

O vetor paramétrico a ser estimado sera=( ; ;V ). Sob o enfoque Bayesiano faz-se
necessario atribuir uma crenca inicial a esse vetor. Em geral, assume-se que 0s parametros
contidos em sejam independentes. Usualmente considera-se que o vetor de coe cientes
contendo os efeitos das covariaveis possuem uma distribuicdo normal independente com

um valor conhecido e quanto maior, mais vaga € a informacao inicial sobre Costuma-

se utilizar uma distribuicdo gama inversa para os parametros de variancia que equivale a
utilizar uma distribuicdo gama para o parametro de precisao que € o inverso do parametro
de variancia. Além disso, costuma-se atribuir uma distribuicdo gama para o parametro
gue esté relacionado com o alcance do processo.

Considere o modelo espacial de nido pela Equagdo em 2.18 e suponha que uma
amostra georreferenciada de tamanhofoi observada nas localizagdssem ques 2 G. As

Suponhaa priori que e 2 sejam independentes, tais que o vetor de coe cientes
segue uma distribuicdo normab-variada com vetor de média zero e matriz de covariancia

conhecida, e o parametro de precisdo, de nido por= 2, segue uma distribuicdo
Gama com parametrosa e b conhecidos e =V (d). Sendo assim, a funcao de
verossimilhanca é dada por:
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ply(s)j :; )=

1 . .. 1=2 1 h 0 0 1 0 I a
P== 11 7ep 5 (vi(s) xi(s) ) “(vi(s) xi(s) ) b (2.19)
Como a distribuicdo a posteriori dg ; ; ) € desconhecida, sera necessario recorrer

aos métodos de MCMC descritos na Subsecdo 2.1.2 para obter uma amostra dessa
distribuicdo. As distribuicbes condicionais completas posteriori de e de possuem as
seguintes expressdes, respectivamente:

iisy(s)  Np (x(s)” (s)+  h (s)” ly(s); (x(s) x(s)+ Hl e

|
X1 0 0 0 '
i iiy(s) Gama a +n=2:b +§ Wis) xi(8)° ) (DM xi(s)° ) (2.20)
=1

i
Esse modelo espacial sera aplicado na Sec¢éo 3.2 do Capitulo 3.

Como a funcéo de correlagdo exponencial nunca se anula, recorre-se a ideia de alcance
efetivo que consiste em considerar que duas localiza¢gdes ndo possuem dependéncia espacial
guando sua funcéo de correlacado exponencial assumir um valor igual ou inferior a 0,05. E
entdo o alcancéh, € dado por

3 3,

expf h g 005 |, h - hy = (2.21)

2.4 Comparacao de modelos

Modelos estatisticos tentam descrever o comportamento probabilistico de um dado
fendmeno de interesse e por isso diversos modelos podem ser utilizados em um mesmo
conjunto de dados e posteriormente pode-se analisar qual modelo obteve melhor ajuste
para descrever os dados observados e/ou prever futuros dados. Essa andlise € realizada
através da comparacao de modelos e h& varios critérios na literatura para isso. Esse
trabalho recorrera aos seguintes critérios: o critério de informacao do desvio (DIC) e o
erro quadratico médio (EQM). Ambos analisam a performance do modelo descrever os
dados observados em termos de ajuste.

2.4.1 Critério de informacao do desvio (DIC)

O critério de informacéo do desvio (DIC), proposto por Spiegelhalter et al. (2002),
€ uma generalizacdo de outros métodos como o AIC e BIC e é utilizado para sele¢éo
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de modelos Bayesianos em que a distribuicdopasteriori é obtida pela simulacdo via
MCMC.

De ne-se o desvio da seguinte forma
D( )= Z2logl(y; )g+C (2.22)

sendol(y; ) afuncao de verossimilhanca para os dados observagasC uma constante.

O critério DIC é de nido entdo como
DIC =2D( ) D(") (2.23)

sendoD( ) a média a posteriori dos desvios de nidos na Equacéo (2.22) e calculado da
seguinte formaD( ) = +_, D( ")=m, com m representando o total de iteracdes do
MCMC e ' o valor amostrado nait-ésima iteracdo. O termo” representa a médiaa
posteriori dos parametros do modelo € € uma constante que se cancela, portanto néo é
levado em consideracdo na comparacao de modelos.

Esse critério pode ser reescrito como

DIC =pp + D( ) (2.24)

sendopp = D( ) D(A) considerado como o numero efetivo de parametros no modelo.

Segundo esse critério, o0 melhor modelo tera o menor valor de DIC. Mais detalhes
podem ser encontrados em Macera (2011).

2.4.2 Erro Quadratico Médio (EQM)

O EQM é de nido como sendo a média do quadrado da diferenca entre o valor do
estimador e do parametro (Morettin e Bussab (2010)). Assim, para um estimadordo
parametro , temos:

EQM ()= E[(" )= Var()+[Vies()? (2.25)
onde o simbolcE[] denota o valor esperado ¥ ies(") = E["] representa o vicio.

Note que quanto menor a variancia e menor o vicio do estimador, melhor seréa esse
modelo e portanto segundo esse critério, o melhor modelo terd o menor valor de EQM.
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3 Andlise dos Resultados

Dados arti ciais sdo gerados para avaliar o ajuste do modelo de regressao linear.
Também é possivel avaliar se os critérios de selecdo de modelos utilizados conseguem
identi car o modelo utilizado na geracédo ao compara-lo com outros modelos. Em seguida
repete-se todas as analises aplicando os modelos em dados reais. Esses resultados séo
descritos na Secao 3.1. A Secédo 3.2 contém os resultados para o ajuste do modelo espacial
em um conjunto de dados arti ciais.

3.1 Modelo de Regressao Linear

Considere o modelo de regressao linear proposto na Subsecéo 2.2.1 e que possui a
seguinte forma

i t€ (3.1)
emqueeO:(el;:::;en) N,(0; ) ei=1;:::;n.

Na Subsecao 3.1.1 ha a descricdo sobre o conjunto de dados simulados, o ajuste desse
conjunto utilizando diferentes covariaveis conforme o modelo proposto e a avaliacdo dos
critérios de selecdo de modelos. Na Subsecdo 3.1.2 ha a descricdo do conjunto de dados
reais utilizado para ilustrar a aplicacdo desse modelo.

Os dados foram gerados e ajustados através do programa R Core Team (2019), cujos
codigos encontram-se no Apéndice 3.

3.1.1 Dados arti ciais

Para gerar um conjunto de dados simulados de tamanhwo da variavel resposta
Yi; i =1;:::;n, de nida na Equacéo 3.1, utilizou-se que os seguintes valores: tamanho
amostral n = 67, vetor de coe cientes "= (2;0; 30; 25; 35), sendo que o primeiro
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valor refere-se ao intercepto representado pop e os demais representam os efeitos das
covariaveis e a variancia ? = 4.

As variaveis independentesxiO = (Xijo; Xi1; Xi2; Xj3) foram geradas de forma

intercepto, Xi; id N (0;1), Xi» id id

se 3 covariaveis e um intercepto.

Gama(1;1) e X3 Beta(2;2). Note que utilizou-

Figura 8: Analise descritiva dos dados. Na diagonal principal ha os histogramas das
covariaveisx e da variavel respostay. Na matriz acima da diagonal principal ha as
correlagdes entre as variaveis e na matriz abaixo dessa diagonal h4 os gré cos de disperséo.
Cada linha e coluna apresentam informacgdes na seguinte ordem; X, Xz ey.

A Figura 8 apresenta os seguintes gra cos descritivos dos dados: gra cos de disperséo
entre a variavel resposta e cada uma das covariaveis e entre as covariaveis, histogramas
de cada uma dessas variaveis e a correlacdo entre essas variaveis. Note que a primeira
covariavel possui uma correlacédo linear de 0,68 com a variavel resposta. Essa € uma forte
correlacdo e por isso tem-se que o0 gra co de dispersao entre essas variaveis possui um
formato proximo a uma reta. A segunda covariavel possui uma correlacao ligeiramente
menor com a variavel resposta (0,48) e portanto percebe-se uma dispersdo maior de uma
reta. A terceira covariavel possui uma correlacdo muito baixa com a variavel resposta (de
0,084) e por isso ndo é possivel identi car um padrdo no gra co de dispersao respectivo.
Como as covariaveis foram geradas de forma independentes, os respectivos gra cos de
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aleatoriedade e suas correlagdes também possuem valores muito baixos.

Considere que o vetor de parametros = ( ; ), sendo = 2, seja desconhecido.
Sob o enfoque Bayesiano, considesepriori que e sejam independentes e que
N4(0;1000 4) e Gama(2; 1), sendol , uma matriz identidade de ordem 4. Os valores
dos hiperparametros da distribuicdoa priori foram escolhidos de forma a obter uma
distribuicdo nédo informativa para os parametros.

Para avaliar a capacidade da metodologia utilizada recuperar os verdadeiros valores
dos parametros desconhecidos e de reconhecer o modelo correto, suponha os seguintes

modelos:
M1:Y = o+ X1+ X2+ 3X3+ €
M2:Y = o+ X1+ €
M3:Y = o+ X1+ X+ 3X3+ 41X+ €
M4: Y = ot X1+ 2 Xot+ 1 Xa+ €.

Note que o modeldV 1 é utilizado para gerar os dados simulados. O moddlb2 retira 2
covariaveis utilizadas na geracédo dos dados e os modé&ib3 e M 4 séo versdes incluindo
uma covariavel que nao foi utilizada na geracao dos dados.

Ja que a distribuicéoa posteriori de n&o é conhecida conforme descrito na Subsecéo
2.2.1, é necessario recorrer aos metodos de MCMC para obter amostrgmsteriori dos
parametros. Para este caso em particular utiliza-se o Amostrador de Gibbs que requer a
obtencéo das Distribuicdes Condicionais Completasposteriori (DCCP) dos parametros

e , conforme descrito na Equagcdo em 2.11. Rodou-se 1100 iteracdes, descartando as
100 primeiras e portanto obteve-se uma amostra de tamanho 1.000.

Veri ca-se na Figura 9 os tracos das cadeias dos parametrosObserve que ha indicios
de convergéncia pelo fato de manter um padréo aleatério dentro do limite do intervalo de
credibilidade 95%, delimitado pelas linhas azuis pontilhadas. Os verdadeiros valores dos
parametros usados para gerar os dados estéao representados pelas linhas vermelhas. Note
gue esses valores estdo contemplados de forma satisfatoria nos intervalos de credibilidade
dos modelosM 1 e M 3, conforme esperado uma vez queM 1 é o verdadeiro modelo
utilizado na geragdo dos dados e o modeld 3 difere do M 1 por incluir uma variavel
adicional que néo foi utilizada na geracao e portanto pode-se considerar que tenha efeito
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