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Resumo

No presente trabalho, foram utilizados técnicas de aprendizado de máquinas super-
visionado em conjunto com as técnicas de reamostragem k-fold e bootstrap utilizando
os modelos logit, probit e complemento log-log, com o objetivo de realizar uma análise
comparativa do poder discriminatório destes três modelos utilizados para avaliar a associ-
ação entre características da mãe e do recém-nascido e o desfecho de anomalia congênita.
Os dados utilizados são provenientes do Sistema de Informações sobre Nascidos Vivos
(SINASC) dos anos de 2017 e 2018. A variável resposta anomalia congênita observada
pode ser considerada um evento raro pois somente 0,9% dos recém nascidos apresentaram
essa característica na base de dados. Foram utilizados 70% dos dados gerais (amostra
treino) para aplicação das técnicas k-fold com k = 10 e bootstrap com 50 amostras. Os
resultados para as duas técnicas de reamostragem foram parecidos para os três modelos,
obtendo valores médios de AUC semelhantes, porém as médias de acurácia (A) e especi-
ficidade (E) foram ligeiramente maiores para o modelo probit usando ambas as técnicas
de reamostragem (kfold: A = 0; 739 e E = 0; 742; bootstrap A = 0; 738 e E = 0; 740).
O modelo selecionado pelo k-fold removeu 2 variáveis explicativas ("raça/cor"do recém
nascido e "local de nascimento") a partir do teste de Wald de significância geral, enquanto
a técnica de reamostragem bootstrap removeu 1 variável a mais ("número de consultas
de pre-natal") adotando um nível de significância de � = 5%, assim resultando na seleção
de dois ajustes de modelo probit distintos. Aplicando os modelos nos 30% dos dados
restantes da base de dados geral (amostra teste), notou-se que as métricas que avaliam
a capacidade discriminatória dos modelos foram bastante parecidas. Como a aplicação
da técnica bootstrap com 50 amostras demandou significantemente mais tempo para exe-
cução, a técnica de reamostragem que se mostrou mais eficiente foi a de k-fold com k =
10.

Palavras-chave: Aprendizado de máquina. Reamostragem. Modelo logit. Modelo probit.
Modelo complemento log-log. Anomalia congênita.
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1 Introdução

O termo aprendizado de máquina (oumachine learning) foi primeiramente utilizado

pelo cientista da computação Arthur L. Samuel (1959), onde resumidamente o de�nia

como "Programar computadores para que aprendam com experimentos". Com a evolução

computacional ao passar dos anos, o aprendizado de máquina vem ganhando cada vez

mais força, pois com computadores mais potentes é possível realizar cálculos matemáticos

mais complexos para a resolução de problemas, como, por exemplo aqueles que exigem a

utilização debig data. 1

O aprendizado de máquina visa a utilização de técnicas computacionais voltadas à

aplicação de métodos estatísticos para ajuste de modelos visando representar um con-

junto de dados. Há três métodos de se realizar o aprendizado de máquina: aprendizado

supervisionado, não supervisionado e por reforço (SHALEV-SHWARTZ; BEN-DAVID,

2014). Com relação ao aprendizado supervisionado, utilizado neste trabalho, é um mé-

todo que visa aprender primeiramente com as informações rotuladas, para que depois seja

possível obter um modelo que seja capaz de rotular novos dados.

Os modelos de aprendizado de máquina supervisionado podem ser divididos em mo-

delos de classi�cação e modelos de regressão, dependendo da natureza da variável resposta

(quantitativa ou qualitativa). Neste trabalho, serão ajustados modelos de classi�cação,

uma vez que a variável resposta de estudo é uma variável de natureza binária, que informa

se o recém-nascido apresentou ou não alguma �anomalia congênita�. Esta variável relativa

ao recém-nascido é levantada no formulário de Declaração de Nascido Vivo, Anexo 1, uti-

lizado pelo Sistema de Informações sobre Nascidos Vivos (SINASC). Segundo os autores

COSME at al. (2017, pag.34), "as anomalias congênitas são distúrbios de desenvolvi-

mento de origem embrionária presentes ao nascimento, com alto índice de morbidade, e

representam uma das principais causas de mortalidade infantil". Sendo assim, é de suma

importância identi�car os possíveis fatores associados a este desfecho.

1big data é uma base de dados caracterizada pelo grande volume de dados.
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1.1 Revisão Bibliográ�ca

Os modelos de classi�cação escolhidos para essa monogra�a foram: modelos logit,

probit e complemento log-log. Esses modelos podem ser adotados quando a variável de

interesse do estudo é binária. Como o interesse de estudo dessa monogra�a é estudar a

variável resposta "anomalia congênita", e ela pode ser representada de maneira binária,

onde 1 indica presença de anomalia congênita e 0 ausência de anomalia congênita, estes

modelos podem ser empegados (J.FARAWAY, 2009).

A escolha do modelo logit (ou logístico) para problemas que envolvam variáveis res-

postas binárias é comum, sobretudo na área da saúde. Como, por exemplo, pode-se

mencionar o trabalho de: MOREIRA et al. (2012) que utilizaram o modelo logístico

binário para avaliar associações de condições demográ�cas e socioeconômicas com a rea-

lização de consulta ao médico nos últimos 12 meses; e o trabalho de ELIAS et al. (2019)

que o utilizaram para identi�car os fatores associados à asma em adolescentes brasileiros.

EICKEMBERG et al. (2019) também utilizaram o modelo logit para avaliar a magnitude

da associação entre a adiposidade abdominal e espessura médio-intimal de carótidas.

Assim como o modelo logit, o modelo probit é comumente utilizado em variáveis re-

lacionadas a saúde. MACHADO (2008) utilizando o modelo probit fez uma análise da

relação entre saúde (calculada pela medida padronizada de altura e idade) das crianças e

adolescentes de 7 a 14 anos e o ingresso no sistema educacional fundamental para regiões

Nordeste e Sudeste. STADUTO e CASTRO (2019) estudaram fatores que in�uenciam

a percepção de saúde dos trabalhadores do sexo feminino e masculino ajustando o mo-

delo probit com os dados provenientes da Pesquisa Nacional por Amostra de Domicílios

(PNAD) de 2008.

Os resultados de ajuste de modelos complemento log-log são frequentemente compara-

dos com os modelos logit e probit. Como por exemplo no estudo de KITALI ed al. (2017)

sobre gravidade das lesões em pedestres idosos em acidentes que ocorreram na Flórida

de 2009 a 2013. A variável resposta do estudo foi categorizada de forma binária como

ferimento fatal/grave ou ferimento leve/sem ferimento. Depois de realizado os ajustes

dos modelos citados, evidenciou que o modelo complemento log-log superou considera-

velmente os demais em prever acidentes fatais e graves, porém os modelos logit e probit

foram superiores para prever colisões sem ferimentos ou com ferimentos leves.
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1.2 Objetivos

1.2.1 Geral

Realizar uma análise comparativa do poder discriminatório dos modelos logit, probit

e complemento log-log utilizados para avaliar a associação entre características da mãe e

do recém-nascido e o desfecho de anomalia congênita.

1.2.2 Especí�cos

� Identi�car quais são as características maternas e do recém-nascido associadas ao

desfecho de anomalia congênita.

� Ajustar modelos preditores com potencial de identi�car possível presença de ano-

malia congênita em recém-nascidos utilizando dados da mãe e do recém-nascido.

� Comparar os desempenhos das métricas de qualidade de ajuste dos modelos utili-

zando técnicas de bootstrap e k-fold para veri�car qual técnica de reamostragem

deduz o modelo mais e�ciente para o problema.

1.3 Organização

Esta monogra�a está construída seguindo a seguinte estrutura, na introdução foi apre-

sentada a ideia geral do trabalho, incluindo uma breve revisão bibliográ�ca e os objetivos

geral e especí�cos. Na seção de materiais e métodos são descritos de forma mais apro-

fundada as técnicas de reamostragem, os modelos lineares generalizados (logit, probit e

complemento log-log) utilizados para predizer o desfecho de anomalia congênita e as me-

didas de qualidade do ajuste. Ainda na seção de materiais e métodos são descritas as

variáveis consideradas no presente estudo, provenientes do Sistema de Informações sobre

Nascidos Vivos (SINASC) dos anos de 2018 e 2019. Na seção de resultados serão relatados

os resultados da análise descritiva dos dados e dos ajustes dos modelos usando as técnicas

de reamostragem Kfold e Bootstrap. Na seção de conclusão será apresentada a conclu-

são do trabalho e as considerações �nais, mencionado as limitações e potencialidades do

estudo, e a discussão dos resultados. Na seção dos anexos serão apresentados materias

auxiliares.
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2 Materiais e métodos

O aprendizado de máquina tem como objetivo a utilização de técnicas computacionais

que visam a aplicação de métodos estatísticos para ajuste de modelos em um conjunto de

dados. Há três métodos de se realizar o aprendizado de máquina: aprendizado supervisi-

onado, não supervisionado e por reforço (SHALEV-SHWARTZ; BEN-DAVID, 2014).

O aprendizado supervisionado é aplicado para conjuntos de dados previamente ro-

tulados, isso é, classi�cados. Seu objetivo é aprender com essas informações rotuladas

para que depois seja possível obter um modelo que seja capaz de rotular novos dados. Os

modelos de aprendizado de máquina supervisionado podem ser divididos em modelos de

classi�cação e modelos de regressão, dependendo da natureza da variável resposta, onde

esta pode ser quantitativa ou qualitativa. Modelos de classi�cação, poderiam ser adotados

para variáveis qualitativas, por exemplo, para prever e classi�car possíveis pessoas doentes

com base em seus per�s demográ�cos, socioeconômicos, nutricionais e de saúde, e mo-

delos de regressão para variáveis quantitativas, por exemplo, preci�car um imóvel dadas

as suas características, tais como metragem, número de pavimentos, tipo de construção,

bem como a infraestrutura do entorno.

Diferente do aprendizado supervisionado, o não supervisionado é utilizado quando

não há um rótulo para os dados. Esse método tem como objetivo agrupar os dados

para encontrar algum padrão entre eles. Um exemplo sobre esse método é como a Net�ix

utiliza os dados de seus clientes para sugerir novos �lmes e séries, baseados em informações

avaliativas dos usuários.

O aprendizado por reforço é diferente dos supracitados. Essa técnica se baseia em

atribuir uma tarefa para o computador que, por sua vez utilizará método de repetições

sucessivas para maximizar ou minimizar uma função previamente criada pelo pesquisa-

dor. Um exemplo é como os aplicativos de GPS como os do UBER criam a rota com a

menor distância para o motorista. Internamente o algoritmo trabalha fazendo centenas

de cálculos até que um conjunto de dados minimiza a função da distância e essa rota é
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escolhida e mostrada para o usuário.

Para os aprendizados supervisionados e não supervisionados, é importante utilizar o

conceito de amostra treino e amostra teste. A primeira é utilizada para ajustar o modelo,

enquanto a segunda é responsável para avaliar o quanto esse modelo é adequado para

aqueles tipos de dados (JAMES et al., 2014).

O objetivo da utilização das amostras treino e teste é a criação de um modelo que se

ajuste bem em qualquer tipo de dados. Se um modelo for construído com dados do teste,

não pode-se generalizar os seus resultados, pois ele já conhece os dados e não é possível

inferir o seu comportamento para novos dados. Como nem sempre é possível adquirir duas

bases de dados, segundo os autores Afendras e Markatou (2018), é aconselhável dividir o

conjunto de dados em 70% para treinar o modelo e 30% para a realização da avaliação da

qualidade do ajuste, isto é, para a validação do modelo.

O foco desta monogra�a é a utilização das técnicas de aprendizado supervisionado,

do tipo classi�cação, pois a variável resposta adotada no presente estudo é uma variável

de saúde de natureza qualitativa (binária).

2.1 Avaliação dos modelos

A avaliação dos modelos é um passo fundamental para qualquer tipo de modelagem,

pois com isso será possível avaliar a qualidade do modelo, isto é, como o referido modelo

se ajusta aos dados observados. Sendo assim, ao longo desta seção será apresentado

alguns métodos que tem como objetivo quanti�car a qualidade de ajuste do modelo.

Essa monogra�a focará em avaliação de modelos classi�cadores (HASTIE; TIBSHIRANI;

FRIEDMAN, 2009).

2.1.1 Erro na amostra( In Sample Error )

São as medidas de erro obtidas a partir da mesma amostra que foi utilizada para

ajustar o modelo. Por exemplo, se utilizado a metodologia treino e teste, o erro na

amostra é calculado pela aplicação do modelo na base de dados treino.
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2.1.2 Erro fora da amostra ( Out of Sample Error )

São as medidas de erro obtidas ao aplicar o modelo em uma nova base de dados, isto

é, cujos dados não foram utilizados para o ajuste do modelo. Por exemplo, se utilizado a

metodologia treino e teste, o erro fora da amostra é obtido pela aplicação do modelo na

amostra teste. Os dados precisam estar rotulados para que seja possível calcular esse tipo

de erro.

2.1.3 Validação Cruzada ( Cross Validation )

Validação cruzada é uma técnica bastante utilizada em aprendizado de máquina para

avaliar por meio de treinamento de modelos em um subconjunto dos dados de entrada

disponíveis e avaliação deles nos dados complementares. Além de comparar modelos, é

também utilizada para evitar oover�tting (sobreajuste), que é, a não generalização de um

padrão (SHALEV-SHWARTZ; BEN-DAVID, 2014). A validação cruzada consiste em:

� Passo 1: Separar os dados em treino e teste utilizando algum método de reamostra-

gem.

� Passo 2: Ajuste do modelo utilizando a base treino com um conjunto de hiper-

parâmetros2.

� Passo 3: Avaliação do modelo na base teste.

� Passo 4: Repetição dos passos 1, 2 e 3 n vezes.

� Passo 5: Realizar a média das métricas obtidas no passo 4 e assim obter a avaliação

�nal do modelo para esse conjunto de hiper-parâmetros.

Geralmente a validação cruzada é utilizada uma vez para cada conjunto de hiperpa-

râmetros para que seja possível comparar o melhor conjunto de hiperparâmetros para a

realização do modelo �nal. Além disso, é usada para simular como o modelo ajustado se

comporta utilizando dados reais.

2.1.4 Sobreajuste ( Over�tting )

Ao realizar modelagens via técnicas de aprendizado de máquina deve se ter cuidado

para não realizar o chamado over�tting. O termo over�tting é usado para descrever
2Hiper-parâmetro são argumentos informados para um modelo antes do seu ajuste
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quando um modelo se ajusta muito bem ao conjunto de dados anteriormente observado,

mas se mostra ine�caz para prever novos resultados (JAMES et al., 2014). Um exemplo

pode ser observado na Figura (1), onde o primeiro grá�co (a) apresenta todos os pontos

da base de dados, no segundo (b) apresenta os pontos escolhidos para formar a amostra

treino. Observe que foram criados dois ajustes para o modelo, pela linha vermelha e pela

linha azul. Tendo como base a amostra treino, parece que o melhor ajuste é aquele que

usa a linha vermelha, mas aplicando na amostra teste (Figura 1c) �ca claro que esse ajuste

não apresentou um bom resultado comparado com o ajuste com a linha azul.

Figura 1: Exemplo de over�tting
Fonte: Adaptado do Autor Josh Starmer(2020)

2.1.5 Medidas de qualidade de ajuste de modelos

2.1.5.1 Matriz de confusão ( Confusion Matrix )

Uma maneira de avaliar a qualidade de um modelo classi�cador é utilizando a matriz

de confusão que mostra o número de previsões corretas e incorretas. Observando a Figura

(1) as colunas são representadas pela classi�cação real dos dados enquanto as linhas

informam o que foi previsto pelo modelo.

Quadro 1: Representação de uma matriz de confusão

Fonte: Elaborado pelo Autor (2020)

Três métricas importantes obtidas com base na matriz de confusão são a sensibilidade

(S), especi�cidade (E) e a acurácia (A). A primeira informa a porcentagem de acertos
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na classe positiva (valor 1) da classi�cação e é obtida através da equação 2.1. Já a espe-

ci�cidade informa a porcentagem de acertos na classe negativa (valor 0) da classi�cação

e é obtida através da equação 2.2 enquanto a acurácia informa a porcentagem geral de

acertos e sua fórmula é obtida por 2.3.

S = P(Ŷ = 1=Y = 1) =
P(Ŷ = 1; Y = 1)

P(Y = 1)
=

V P
V P + FN

(2.1)

E = P(Ŷ = 0=Y = 0) =
P(Ŷ = 0; Y = 0)

P(Y = 0)
=

V N
FP + V N

(2.2)

A = P(Ŷ = 0; Y = 0) + P(Ŷ = 1; Y = 1) =
V N + V P

FP + FN + V P + V N
(2.3)

onde:

� Verdadeiro Positivo (VP): São os elementos com classe positiva classi�cados corre-

tamente pelo modelo.

� Verdadeiro Negativo (VN): São os elementos com classe negativa classi�cados cor-

retamente pelo modelo.

� Falso Positivo (FP): São os elementos com classe negativa classi�cados incorreta-

mente pelo modelo.

� Falso Negativo (FN): São os elementos com classe positiva classi�cados incorreta-

mente pelo modelo.

2.1.5.2 Curva ROC ( Receiver Operating Characteristic Curve )

Uma outra forma de avaliar desempenho de um modelo classi�cador é utilizando o

AUC (Area Under Curve) que é a área calculada sob a curva ROC. Essa métrica está

compreendida no intervalo entre 0 a 1, e quanto mais próximo de 1 melhor é considerado

a capacidade preditiva do modelo de acordo com o quadro 2. A curva ROC é obtida

plotando pares de pontos de taxa de verdadeiros positivos (sensibilidade) e taxa de falsos

positivos derivados de todos os possíveis pontos de corte para classi�cação da base de

dados. (MAROCO, 2007).
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Quadro 2: Classi�cação da capacidade preditiva de um MLG para desfecho binário,
segundo a área sob a curva ROC

Área sob a curva Roc (AUC) Capacidade discriminatória do modelo

AUC = 0,5 Sem poder discriminatório
0,5 < AUC < 0,7 Discriminação ruim
0,7 � AUC < 0; 8 Discriminação aceitável
0,8 � AUC < 0; 9 Discriminação boa

AUC � 0; 9 Discriminação excepcional

Fonte: Adaptado de Marôco (2010).

2.1.6 Métodos de reamostragem

2.1.6.1 Bootstrap

O Bootstrap é utilizado para gerar uma nova amostra de forma aleatória da base de

dados geral, é realizado um sorteio com reposição de mesmo tamanho da base original.

Esse tipo de reamostragem tem como característica de reduzir os desvios. De acordo com

Efron e Tibshirani (1994), o número ideal de amostras por bootstrap é entre 50 a 200

para que as estimativas sejam con�áveis. Uma representação da realização do bootstrap

é ilustrada na �gura (2).

Figura 2: Representação de bootstrap
Fonte: Adaptado dos autores Bradley Boehmke e Brandon Greenwell (2020)
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2.1.6.2 K-fold

O K-fold é utilizado para dividir a base de dados em K pedaços iguais e assim gerar

novas amostras. É utilizado uma proporção dos K pedaços dos dados para a formação

da amostra treino enquanto o seu complementar é utilizado para avaliação do modelo na

amostra teste, no geral são criados K modelos, um para cada pedaço dos dados. (HASTIE;

TIBSHIRANI; FRIEDMAN, 2009). Um exemplo ilustrado sobre o K-fold pode ser visto

na Figura (3).

Figura 3: Representação de kfold
Fonte: Adaptado do autor Vilson Rodrigues (2020)

Quanto maior é o valor de K escolhido menor é o viés do modelo, porém a variância do

mesmo é maior. Assim será obtida uma estimativa mais precisa entre os valores observados

e os previstos mas com alta variabilidade. Por outro lado, usando um K pequeno maior

será o viés e menor é a variância, as estimativas para a variável resposta não serão tão

precisas porém com menor variabilidade.

Kohavi (2001) comparou as técnicas de reamostragem bootstrap e kfold e obteve a

conclusão que a melhor técnica de reamostragem para seleção dos modelos foi a de k-fold,

utilizando um número de 10 folds, mesmo que o poder computacional permitisse o uso de

mais.

2.2 Modelos lineares generalizados

Para a utilização de Modelos Lineares Generalizados (MLG), não é necessário que a

variável resposta Y tenha distribuição normal. Os modelos clássicos de regressão linear

simples e múltipla podem ser considerados como casos particulares de um MLG, onde
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a variável é supostamente normal e a função de ligação é a identidade (RENCHER;

SCHAALJE, 2008).

Os MLGs possuem três componentes, descritas a seguir:

� Uma componente aleatória, composta por n variáveis aleatórias independentes tais

comoy1; y2; :::; yn com valor esperadoE(yi ) = � i e função probabilidade (caso dis-

creto) ou função de densidade de probabilidade (caso contínuo) pertencente a família

exponencial de distribuição.

Então, por exemplo, no caso deyi ser uma variável aleatória discreta, a função de

probabilidadeP(yi ; � i ) pertence a família exponencial de distribuição se puder ser escrita

da forma 2.4 (DOBSON; BARNETT, 2018).

P(yi ; � i ) = exp[a(yi )b(� i ) + c(� i ) + d(yi )] (2.4)

No caso deyi � Bernoulli (� i ), a sua função de probabilidade pode ser escrita na

forma da família exponencial da seguinte maneira:

P(yi j� i ) = � yi
i (1 � � i )1� yi = exp[ln( � yi

i (1 � � i )1� yi )]

= exp[ln( � yi
i ) + ln((1 � � i )1� yi )]

= exp[yi ln(� i ) + (1 � yi ) ln(1 � � i ))]

= exp[yi ln(� i ) + ln(1 � � i ) � yi ln(1 � � i )]

= exp[yi (ln( � i ) � ln(1 � � i )) + ln(1 � � i )]

= exp[yi ln
�

� i

1 � � i

�
+ ln(1 � � i )]

(2.5)

De�na a(yi ) = yi , b(� i ) = ln
�

� i
1� � i

�
, c(� i ) = ln(1 � � i ) e d(yi ) = 0

� Uma componente sistemática representada pelo preditor linear dado por:

x T
i � = � 0 + � 1x i 1 + ::: + � kx ik

Sendo� o vetor, de dimensão(k + 1) � 1, dos parâmetros do modelo ex T
i é o vetor

das variáveis explicativas (covariáveis ou variáveis do tipo dummy), de dimensão

1 � (k + 1) , referente a i-ésima unidade da amostra.
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� Uma função de ligação monótona e diferenciável que descreve a relação deE(yi ) = � i

com preditor linear x T
i � dada por:

g(� i ) = x T
i �

i = 1; 2; : : : ; n

2.2.1 Modelo logit

O modelo logit, também conhecido como modelo de regressão logística é um modelo

estatístico que pode ser adotado em situações em que a variável resposta y possui 2 catego-

rias possíveis, isto é, uma variável binária que assume apenas dois resultados, denotados

por 0 (fracasso) ou 1 (sucesso). Um exemplo prático para sua aplicação é o problema

proposto para essa monogra�a, onde a variável resposta do estudo é binária, da seguinte

maneira: 1 se o i-ésimo recém-nascido da amostra possuir anomalia congênita e 0 caso

contrário. É desejado obter uma predição para essa variável tendo como base uma ou

mais variáveis explicativas numéricas e/ou categóricas (RENCHER; SCHAALJE, 2008).

Para representar um modelo linear em que a variável resposta y pode ser representada

de maneira binária, usa-se a seguinte equação:

yi = x T
i � + � i ; yi = 0; 1; i = 1; 2; :::; n (2.6)

Como os valores possíveis parayi são 0 ou 1, a sua esperançaE(yi ) para cadax i passa

a ser a proporção das observações emx i para as quaisyi = 1. E pode ser expressa pela

equação 2.7.

E(yi ) = P(yi = 1) = pi

1 � E(yi ) = P(yi = 0) = 1 � pi (2.7)

Como P(yi = 1) = pi e P(yi = 0) = 1 � pi a variável aleatóriayi tem distribuição de

Bernoulli com parâmetropi . Portanto, a média e a variância deyi são obtidas utilizando

as equações 2.6 e 2.7.

E(yi ) = pi = x T
i � (2.8)
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V ar(yi ) = Ef [yi � E(yi )]2g

= pi (1 � pi )
(2.9)

Por 2.8 e 2.9, conclui-se que:

V ar(yi ) = ( x T
i � )(1 � (x T

i � )) (2.10)

Como a variância deyi depende de um valor observadox i , há violação da hipótese

de homocedasticidade, logo não é possível obter estimadores ótimos de� pelo método

de mínimos quadrados ordinários convencional. Embora esta violação possa ser corrigida

usando o método de mínimos quadrados generalizados, existe um outro problema no

modelo de probabilidade linear (MPL)p̂i = x T
i �̂ onde p̂i é uma probabilidade. Ao

ajustar o MPL, p̂i poderá assumir valores menores que zero e maiores que um para algum

valor de x i , o que não é adequado, poiŝpi deveria estar limitada no intervalo entre 0 e 1

(0 � p̂i � 1).

Do exposto, o modelo estatístico mais frequentemente utilizado para modelar variá-

veis respostas binárias é o modelo de regressão logística. Trata-se de um MLG onde a

distribuição de probabilidade da variável respostayi é a distribuição de Bernoulli e a

função de ligaçãog(� i ) é a função logística dada por :

g(� i ) = ln
�

pi

1 � pi

�

O modelo de regressão logística múltipla pode ser representado pela seguinte equação:

ln
�

pi

1 � pi

�
= x T

i � (2.11)

A partir da equação 2.11 pode-se obter a probabilidade de sucesso da i-ésima unidade

da amostra, dada pela expressão abaixo:

pi = E(yi ) =
exp(x T

i � )
1 + exp(x T

i � )
(2.12)

A expressão 2.12 é uma transformação que permite estimarE(yi ) = pi , de modo a

garantir que os valores depi estejam compreendidos no intervalo [0,1], para quaisquer que
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sejam os valores dex e � .

A �gura 4 ilustra a relação entre uma variável explicativa numérica num modelo de

regressão logística simples e a probabilidade de sucesso.

Figura 4: Função da regressão logística

Fonte: Rencher e Schaalje (2008)

Para obter um estimador de� para o MLG representado pela equação 2.11, utiliza-se

o método de estimação de máxima verossimilhança (MV). Para uma amostra aleatória

y1; y2; : : : ; yn de uma distribuição de Bernoulli comP(yi = 0) = 1 � pi e P(yi = 1) = pi ,

a função de verossimilhança da amostra é dada por:

L(� ) = P(yi jpi ) =
nY

i =1

pyi
i (1 � pi )1� yi

(2.13)

Aplicando o logaritmo da função de verossimilhança da amostra, é obtido 2.14

ln L(� ) =
nX

i =1

yi ln(pi ) +
nX

i =1

(1 � yi ) ln(1 � pi ) (2.14)

Derivando 2.14 em relação a� e igualando ao vetor nulo0 é obtido um sistema de

equações 2.15.

@
@�

ln L(� ) = 0 (2.15)
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Como indicado em (POWERS; XIE, 2008), o sistema 2.15 pode ser expresso no caso

do modelo logístico do seguinte modo:

@
@�

ln L(� ) =
nX

i =1

x i
T [yi � pi ] = 0 (2.16)

ondepi = pi (� ) já foi de�nida na expressão 2.12.

Esse sistema é resolvido interativamente pelo método de Escore de Fisher para obter

a estimativa de máxima verossimilhança (MV) do parâmetro� , denotado por�̂ (COR-

DEIRO; NETO, 2004).

A probabilidade estimada de sucesso para a i-ésima unidade da amostra pode ser

obtida da seguinte forma:

p̂i = E(yi ) =
exp(x T

i
^� )

1 + exp(x T
i

^� )

E o modelo logístico ajustado 2.11 é representado como:

ln
�

p̂i

1 � p̂i

�
= x T

i �̂

onde p̂i é a probabilidade estimada de sucesso para i-ésima unidade da amostra e

x T
i �̂ = ^� 0 + ^� 1x i 1 + ^� 2x i 2 + � � � + ^�x ik é o preditor linear estimado.

Para amostras grandes,̂� tem distribuição assintoticamente normal multivariada

(POWERS; XIE, 2008), com médiaE( ^� ) = � e matriz de variância-covariância \V ar( ^� )

obtida pelo inverso da matriz estimada de informação de Fisher, denotada pordI � 1(�̂ ),

isto é:

dV ar( ^� ) = bI � 1(�̂ ) = ( x T vx )� 1 (2.17)

ondex possui dimensõesn� (k + 1) , logo a dimensão dex T é de�nida como(k + 1) � n.

v possui dimensõesn � n. Sendo assim o resultado �nal para 2.17 é de dimensão(k + 1) �

(k + 1) (MAROCO, 2007).
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Onde x é a matriz de valores observados de�nida por:

x =

2

6
6
6
6
6
4

1 x11 : : : x1k

1 x21 : : : x2k
...

1 xn1 : : : xnk

3

7
7
7
7
7
5

n� (k+1)

E v é a matriz que de�ne a variância estimada dos valores da variável resposta, que

é de�nida por:

v =

2

6
6
6
6
6
4

bp1(1 � bp1) 0 : : : 0

0 bp2(1 � bp2) : : : 0
...

...
. . .

...

0 0 : : : bpn (1 � bpn )

3

7
7
7
7
7
5

n� n

Usando a distribuição assintótica dê� é possível calcular intervalos de con�ança e

realizar testes de hipóteses de signi�cância individual e global para os parâmetros do

modelo logístico, além do cálculo de métricas de avaliação do ajuste do modelo, e outros

procedimentos podem ser gerados.

2.2.2 Modelo Probit

O modelo probit é uma alternativa do modelo de regressão logística (logit). Diferente

do modelo logit, a probabilidade de sucesso da i-ésima observação,pi , é dada pela função

de distribuição acumulada (f.d.a) da normal padrão, que é representada na equação a

seguir (POWERS; XIE, 2008).

pi =
Z � i

�1

1
p

2�
exp(�

z2

2
)dz (2.18)

Note que a equação 2.18 pode ser comparada com a equação 2.12. A equação 2.18

pode ser escrita comopi = FZ (� i ), ondeFZ (:) representa a função distribuição acumulada

da normal padrão. A transformação probit (ou normit), é dada pela inversa deFZ (� i ).

Resolvendo a equação 2.18 em relação� i , temos:

� i = F � 1
Z (pi ) = probit(pi ): (2.19)
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A equação 2.19 de�ne a função de ligação probit. Assim, o modelo probit pode ser

escrito como:

F � 1
Z (pi ) = � i = x T

i � (2.20)

Ou

pi = FZ (x T
i � ) = P(Z � x T

i � ) =
Z x T

i �

�1

1
p

2�
exp(�

z2

2
)dz (2.21)

Assim como a função logística, a função probit é simétrica em relaçãop = 0:5, onde

logit(p) = probit(p) = 0 . Quandop se aproxima de1, probit(p) tende a+ 1 ; quandop se

aproxima de0, probit(p) tende a�1 . SejaF � 1(p) a função inversa acumulada logística

ou normal padrão (função de ligação).

Figura 5: Transformações Logit e Probit

Fonte: Powers e Xie (1999)

A �gura anterior mostra a similaridade entre as transformaçõeslogit e probit. Para

valores dep fora desse domínio, ambas funções são altamente não lineares. Assim, sep

é ajustado como função contínua de uma variável explicativax, o efeito dex em p não

é constante mas varia comx. Pode-se encontrar, por exemplo, que quandoprobit(pi ) =

logit(pi ) = � 0 + � 1x1 = 0, a mudança emp associada com a mudança emx pode ser maior

quando logit(pi ) ou probit(pi) são menores ou maiores que 0.

Para obter um estimador de� para o modelo probit representado pela equação 2.20,

também utiliza-se o método de estimação de máxima verossimilhança (MV), já descrito

na seção 2.2.1 para o modelo logit. Entretanto, no caso do modelo probit, o sistema 2.15
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é expresso por:

@
@�

ln L(� ) =
nX

i =1

�
(yi � pi )f Z (x T

i � )
pi (1 � p1)

�
= 0 (2.22)

ondef Z (:) representa a função de densidade de probabilidade (f.d.p) da normal padrão

e pi = pi (� ) já foi de�nida na equação 2.21 (HEERINGA; WEST; BERGLUND, 2010).

Resolvendo o sistema interativamente pelo método de Escore de Fisher obtém-se es-

timativa de máxima verossimilhança (MV) do parâmetro� , denotado por�̂ .

A probabilidade estimada de sucesso para a i-ésima unidade da amostra é obtida da

seguinte forma:

p̂i = FZ (x T
i �̂ ) = P(Z � x T

i �̂ ) =
Z x T

i �̂

�1

1
p

2�
exp(�

z2

2
)dz (2.23)

E o modelo probit ajustado 2.20 é representado como:

F � 1
Z (p̂i ) = x T

i �̂ (2.24)

Ou equivalentemente, por:

F � 1
Z (p̂i ) = �̂ 0 + �̂ 1x i 1 + � � � + �̂ kx ik (2.25)

2.2.2.1 Variável Latente

Outra maneira de de�nir o modelo probit é através de equações lineares usando variá-

veis respostas latentes, que são variáveis aleatórias contínuas, não observáveis, que variam

no intervalo [�1 ; + 1 ] e geram os valores da variável resposta observada. Uma variá-

vel latente pode ser entendida como índice de propensão para variável resposta binária

observada assumir o valor 1, isto é,Y = 1.

No caso do modelo probit com variável resposta binária, pode-se representar porY �
i

uma variável aleatória latente com domínio na reta realR. A relação entreY �
i e Yi a

variável observável, pode ser descrita da seguinte forma:

Yi =

(
1 , seY �

i > 0

0 , seY �
i � 0
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Com relação a probabilidade, a probabilidade de sucessopi da variável observável

referente a i-ésima observação depende da variável latente da seguinte forma:

pi = P(Yi = 1) = P(Y �
i > 0)

Supondo queY �
i depende do vetor de variáveis explicativasx i , a variável latente é

representada pelo seguinte modelo linear:

Y �
i = x T

i � + � i

onde � i é o erro aleatório do modelo, com função de distribuição acumulada (fda)

denotada porF (� ). Especi�cando a distribuição de probabilidade normal padrão para o

erro aleatório� i e, consequentemente,para variável latenteY �
i do modelo. A probabilidade

de sucesso é determinada da seguinte forma:

pi = P(Y �
i > 0) = P(� i > � x T

i � ) = 1 � FZ (� x T
i � ) = FZ (x T

i � )

A probabilidade de sucesso é obtida a partir da fda avaliada no pontox T
i � . Assim, o

modelo probit é obtido aplicando a função inversa da fda, explicitando o preditor linear

do modelo da forma:

F � 1
Z (pi ) = x T

i �

2.2.3 Modelo complemento log-log

O modelo complemento log-log é derivado da suposição que a distribuição do erro

segue uma distribuição de valores extremos padrão (POWERS; XIE, 2008). Para uma

variável aleatória U, a função de densidade de probabilidade (f.d.p) para a distribuição

do valor extremo padronizado segue a forma:

f (u) = exp(u)exp(� exp(u)) (2.26)

Onde E(U) = 0 :5704e V AR(U) = � 2

6 . A função de distribuição acumulada tem a
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forma fechada conveniente por:

F (u) = 1 � exp(� exp(u)) (2.27)

O modelo linear é obtido invertendo a função de distribuição acumulada. Assim:

log(� log(1 � pi )) = x T
i � (2.28)

A probabilidade de sucesso da i-ésima observação pode ser expressa como função de

uma regressão de parâmetro desconhecido.

pi = 1 � exp(� exp(x T
i � )) (2.29)

Para valores pequenos depi , é analisado quelog(1� pi ) � log(pi ) . Também pode ser

obtido que log
�

pi
(1� pi )

�
� log(pi ) + pi (POWERS; XIE, 2008).

Para obter um estimador de� para o modelo complemento log-log representado pela

equação 2.28, também utiliza-se o método de estimação de máxima verossimilhança (MV),

já descrito na seção 2.2.1 para o modelo logit. Entretanto, no caso do modelo complemento

log-log, o sistema 2.15 é expresso por:

@
@�

ln L(� ) =
nX

i =1

exp(x T
i � )(yi � pi )

pi
= 0 (2.30)

A probabilidade estimada de sucesso para a i-ésima unidade da amostra é obtida da

seguinte forma:

p̂i = 1 � exp(� exp(x T
i �̂ )) (2.31)

E o modelo ajustado é representado por:

log(� log(1 � p̂i )) = x T
i �̂ (2.32)
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2.2.4 Teste de Wald de signi�cância individual

Para testar a signi�cância individual dos parâmetros dos modelos logit, probit e com-

plemento log-log será utilizado o teste de Wald de signi�cância individual. O teste de

Wald é baseado numa estatística obtida através da razão entre o estimador de máxima

verossimilhança de� j e o estimador do desvio padrão (ou erro padrão) do estimador de

� j (POWERS; XIE, 2008).

2.2.4.1 Hipóteses do teste

(
H0 : � j = 0;

H1 : � j 6= 0

onde� j é o efeito da j-ésima variável explicativa (covariável ou variável dummy para os

níveis dos fatores),8j = 1; 2; : : : ; k, sendo k o número de variáveis explicativas consideradas

no ajuste do modelo. Quandoj = 0, avalia-se a signi�cância do intercepto (� 0) do modelo.

2.2.4.2 Estatística de teste

Sob a hipótese nulaH0, a estatísticaZ =
^� jp

\V AR ( b� j )
� N (0; 1), onde ^� j é o estimador

de máxima verossimilhança de� j e [V AR( b� j ) é o estimador da variância deb� j .

2.2.4.3 Região crítica (RC)

A região de rejeição da hipótese nula é de�nida por:RC = f z 2 R; z < � z �
2

ou z >

z �
2
g, ondez �

2
é o quantil da normal padrão que deixa�2 de probabilidade a direita.

2.2.4.4 Critério de decisão

Seja zobs o valor observado para a estatística de testeZ . Sezobs pertencer a região

crítica (RC), rejeita-se H0 ao nível de signi�cância� � 100%. Isto é, o efeito da j-ésima

variável explicativa é signi�cativamente diferente de 0.

Caso contrário, não rejeita-seH0. Isto é, considerando um nível de signi�cância de

� � 100%, há evidências estatísticas de que o efeito da j-ésima variável explicativa não é

signi�cativamente diferente de 0.

Também pode-se utilizar o p-valor do teste de Wald fornecido pelo programa R ao
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ajustar modelos lineares generalizados. Rejeita-seH0 se p-valor = 2P(Z > jzobsj) � � ,

caso contrário, não há evidências estatísticas para rejeitarH0 ao nível de signi�cância

adotado.

2.2.5 Teste de Wald de signi�cância geral

O teste de Wald de signi�cância geral é um teste estatístico utilizado para avaliar

a signi�cância de múltiplos parâmetros. Desse modo, é um teste útil para avaliar, por

exemplo, o efeito de variáveis explicativas categóricas (fatores) com múltiplas categorias

(mais de 2 categorias) (POWERS; XIE, 2008).

2.2.5.1 Hipóteses do teste

(
H0 : � r = 0;

H1 : � r 6= 0;

De�na � r um subconjunto (subvetor) de� com os efeitos das variáveis explicativas a

serem testados.

2.2.5.2 Estatística de teste

Sob a hipótese nulaH0, temos a estatística de Wald, que é dada por:W = ^� r
T cVr

� 1 ^� r �

� 2
r , onde cVr = [V AR( ^� r ) é o estimador da matriz de variância-covariância assintótica de

^� r ; ^� r são as estimativas dos efeitos das variáveis explicativas que compõem� r ; r é o

número de parâmetros a serem testados.

2.2.5.3 Região Crítica

A região de rejeição da hipótese nulaH0 é de�nida por: RC = f w 2 R; w > � 2
�;r g.

Onde � 2
�;r é o quantil da distribuição Qui-quadrada� 2

r que deixa� de probabilidade a

direita.

2.2.5.4 Critério de decisão

Sejawobs o valor observado da estatística de testeW. Sewobs pertencer a região crítica

(RC), rejeita-seH0 ao nível de signi�cância� � 100%. Isto é, os efeitos das variáveis que

compõem� r são signi�cativamente diferentes de zero, isto é� r 6= 0.
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Caso contrário, não rejeita-seH0. Isto é, para um nível de signi�cância de� � 100%,

há evidências estatísticas de que os efeitos das variáveis que compõem� r não são signi�-

cativamente diferentes de zero, isto é,� r = 0.

Também pode-se utilizar o p-valor do teste de Wald geral. Rejeita-seH0 se p-valor =

P(� 2
r > w obs) � � , caso contrário, não há evidências estatísticas para rejeitarH0 ao nível

de signi�cância de� � 100%.

2.3 Critério de escolha do subconjunto de variáveis ex-
plicativas para ajuste �nal do modelo

Cada técnica de reamostragem (k-fold e bootstrap) gera k amostras que serão uti-

lizadas para o ajuste de três modelos (Logit, Probit e Complemento log-log). Então, é

necessário selecionar qual tipo de modelagem estatística melhor se ajusta aos dados de

entrada. Para isso, é interessante selecionar o modelo que obteve, em média, as melhores

métricas de qualidade de ajuste, que são acurácia, sensibilidade, especi�cidade e AUC.

Uma vez de�nido o tipo de modelagem, ou em outras palavras a função de ligação a

ser adotada, é importante de�nir qual será o subconjunto de variáveis explicativas que será

utilizado, pois para cada amostra o teste de Wald de signi�cância geral pode selecionar

variáveis explicativas diferentes.

É importante observar os valores estimados do desvio padrão (DP), equação 2.33 e

coe�ciente de variação (CV), equação 2.34, da métrica AUC. Os valores baixos dessas me-

didas podem ser interpretados como baixa variação das métricas AUC entre as amostras,

o que indicaria que não existe uma alta dependência da amostra para o modelo.

dDP (AUC) =

vu
u
t

kX

i =1

(AUCi � AUC)2

k � 1
(2.33)

dCV(AUC) =
dDP (AUC)

AUC
� 100 (2.34)

ondeAUC é o estimador da média das métricas AUC.
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Quadro 3: Representação das métricas por amostra em um modelo

Amostrai AUC i A i Si Ei

1 AUC1 A1 S1 E1

2 AUC2 A2 S2 E2
...

...
...

...

k AUCk Ak Sk Ek

Caso a estimativa do CV da métrica AUC seja relativamente baixa, é selecionado o

subconjunto de variáveis explicativas signi�cativas utilizadas na amostra que gerou um

valor de AUC mais aproximo deAUC. Optou-se pela escolha das variáveis explicativas

com base na métrica AUC pois diferente da acurácia (A), sensibilidade (S) e especi�cidade

(E), seu cálculo não leva em conta um único ponto de corte.

2.4 Variáveis de estudo

Serão utilizados os dados de nascidos vivo (DN) dos anos de 2017 e 2018 que estão

disponíveis na plataforma SINASC (Sistema de Informações sobre Nascidos Vivos) do

DATASUS, que é o departamento de informática do SUS (Sistema Único de Saúde).

Essas bases de dados são obtidas por meio do preenchimento do formulário DN por um

pro�ssional da área da saúde com dados da mãe e do recém-nascido, tais como informações

sociodemográ�cas, de gestação e parto. O formulário utilizado está presente no anexo 1.

A base de dados conta com 61 variáveis e 2.923.535 observações para o ano de 2017 e

2.944.932 para o ano de 2018.

O principal objetivo dessa monogra�a é avaliar a associação das características da

mãe e do recém-nascido com o desfecho de anomalia congênita. Para isso é importante

de�nir um conjunto inicial de variáveis explicativas que serão utilizadas nos ajustes dos

modelos para predizer o desfecho do estudo.

No estudo de COSME et al. (2017), sobre a prevalência de anomalias congênitas e

fatores associados em recém-nascidos do município de São Paulo no período de 2010 a

2014, encontraram que as seguintes características estão associadas a uma maior chance

de anomalias congênitas: prematuridade (recém-nascidos com idade gestacional inferior a

37 semanas), idade materna acima de 40 anos ou inferior a 19 anos, peso ao nascer entre

500g e 2.500g, e peso maior que 3.550g, gestação múltiplas e recém-nascidos com cor de
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pele negra ou amarela.

LUZ et al. (2019), realizando análise de série temporal de anomalias congênitas no

estado do Rio Grande do Sul nos anos de 2005 a 2014, veri�caram que há mais casos de

anomalia congênita nos grupos de recém-nascidos com índice de Apgar menor que 7, com

peso igual ou menor que 1.500g, com idade gestacional igual ou menor que 31 semanas e

residentes na região metropolitana.3

Nessa monogra�a, serão utilizadas as variáveis que mostraram associação com o desfe-

cho de anomalia congênita dos estudos supracitados, além de outras variáveis disponíveis

na base de dados do SINASC. As variáveis explicativas que serão utilizadas nos modelos

logit, probit e complemento log-log foram obtidas a partir das variáveis originais listadas

no Quadro 4.

Quadro 4: Quadro de variáveis

Variável Tipo Legenda

GESTACAO Qualitativa Identi�cador de intervalo de semanas de gestação

RACACOR Qualitativa Tipo de raça e cor do nascido

LOCNASC Qualitativa Local de Nascimento (Hospitál, Domicílio, etc)

PARTO Qualitativa Tipo de parto

ESCMAE2010 Qualitativa Escolaridade da mãe em 2010

IDADEMAE Quantitativa Idade da mãe

QTDFILVIVO Quantitativa Número de �lhos vivos

QTDFILMORT Quantitativa Número de �lhos mortos

GRAVIDEZ Quantitativa Tipo de gravidez (Única, Dupla, Tripla ou mais)

CONSPRENAT Quantitativa Número de consultas de pré-natal

APGAR5 Quantitativa Índice de Apgar no quinto minuto

PESO Quantitativa Peso ao nascer

Foram realizadas categorizações nas variáveis originais da base de dados. Os nomes

das variáveis explicativas e suas respectivas categorias estão presentes no Quadro 5. A

variável gestação foi transformada para informar se o recém-nascido é prematuro, isto é,

teve tempo gestacional menor que 37 semanas, ou não prematuro, se o tempo de gestação

3O índice de Apgar é uma medida da vitalidade do recém-nascido que consiste na avaliação por um
pediatra de 5 sinais objetivos do recém-nascido (força muscular, frequência de batimentos do coração,
re�exo, respiração e cor), atribuindo-se a cada um dos sinais uma pontuação de 0 a 2. O índice de Ápgar,
é resultado da soma das pontuações atribuídas a estes sinais, podendo variar, portanto, de 0 a 10. Um
índice de 0 a 3 é considerado muito baixo, de 4 a 6 é considerado baixo, e de 7 a 10 normal .
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foi maior ou igual a 37 semanas. A variável paridade foi construída levando em conside-

ração a soma das variáveis QTDFILVIVO (Quantidade de �lhos vivos) e QTDFILMORT

(Quantidade de �lhos mortos). Além das variáveis presentes na tabela a seguir, também

foi possível extrair a informação do estado dos nascimentos a partir da sigla do estado

incluída nos próprios nomes dos bancos de dados fornecidos para download pelo DATA-

SUS. Uma vez criada a variável estado foi possível gerar a variável região de nascimento.

Quadro 5: Categorização das variáveis

Variável na base Legenda Categorias

GESTACAO Prematuridade
Sim
Não

RACACOR Raça/Cor
Branco
Não branco

LOCNASC Local de nascimento
Hospital/Estabelecimento de
saúde
Outro

PARTO Tipo de parto
Vaginal
Cesáreo

ESCMAE2010 Escolaridade da mãe
Não tem ensino superior
Tem ensino superior

IDADEMAE Idade da mãe
Menor de 18 ou maior de 35
De 18 a 35

QTDFILVIVO E QTDFILMORT Paridade
Nulípara 4

Não nulípara

GRAVIDEZ Tipo de gravidez
Única
Múltipla

CONSPRENAT N.o de consultas de pre-natal
Até 5 consultas
6 ou mais consultas

APGAR5 Índice de apgar no 5o minuto
Menor que 7
Maior ou igual a 7

PESO Peso baixo ao nascer
Sim
Não

SEXO Sexo do recém-nascido
Masculino
Feminino

ESTADO Região de nascimento

Centro-Oeste
Nordeste
Norte
Sudeste
Sul

4Nulípara é a característica da mulher que nunca teve �lhos
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O desfecho do estudo é levantado no Bloco I (identi�cação do recém-nascido) do for-

mulário da DN, através da seguinte pergunta: "Detectada alguma anomalia congênita?".

Essa variável que identi�ca se o recém-nascido nasceu com algum tipo de anomalia con-

gênita tem o nome de IDANOMAL no banco de dados do SINASC, sendo tratada no

presente estudo de forma binária, preenchida com código 2 caso o recém nascido não

nasceu com algum tipo de anomalia congênita ou código 1 se nasceu com algum tipo

de anomalia congênita. Os recém-nascidos sem informação (preenchida com código 9 -

"ignorado") sobre existência ou não de anomalia congênita foram excluídos da análise.
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3 Resultados e Discussão

Foi utilizado a linguagem de programação R (R Core Team, 2014) para auxiliar os re-

sultados dessa monogra�a, os códigos utilizados podem ser encontrados no Anexo 3. Antes

de realizar as análises com as variáveis explicativas categorizadas, foi necessário realizar

uma limpeza no banco de dados para remover informações faltantes (missings). Após

essa limpeza, a base de dados conta com um número de 5.002.888 recém-nascidos, desses

4.958.048 (99,1%) não apresentam anomalia congênita e apenas 44.840 (0,9%) possuem

anomalia congênita. Essa informação descreve uma base de dados bastante desbalan-

ceada. Os percentuais de recém-nascidos para cada categoria das variáveis explicativas

estão disponíveis para visualização na Tabela 1, bem como a distribuição percentual do

desfecho de anomalia congênita para cada uma destas categorias.

Observando a Tabela 1, pode se a�rmar que há uma maior percentual de recém

nascidos não prematuros, não brancos, do sexo masculino, que nasceram em hospital ou

estabelecimento de saúde com tipo de parto cesáreo, com índice de apgar no quinto minuto

normal (maior ou igual a 7) e que não tiveram baixo peso ao nascer. Observou-se ainda

maior percentual de recem nascidos �lhos de mães não nulíparas, que não têm ensino

superior, com idade de 18 a 35 anos que tiveram gravidez única, que realizaram mais

número de consultas de acompanhamento pré natal (6 ou mais). A maior frequência dos

nascimentos são provenientes da região Sudeste, seguidas do Nordeste e Sul.

Apesar da base de dados ser desbalanceada, é possível destacar maior percentual

anomalia congênita entre os recém nascidos: prematuros, �lhos de mães com idade menor

de 18 ou maior de 35 anos, que apresentaram um baixo índice de apgar no quinto minuto

(escore menor que 7) e com baixo peso ao nascer (menor que 2.500 g).
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Tabela 1: Distribuição dos recém-nascidos (absoluta e percentual) na amostra completa
por presença ou não de anomalia congênita, segundo as características da mãe e do

recém-nascido. Brasil, ano.

Características da mãe e do recém-nascido
Percentual de recem-nascidos Anomalia congênita

(n=5.002.888) Não(n= 4.958.048) Sim (n= 44.840)

Prematuridade

Sim 11,0 98,0 2,0

Não 89,0 99,2 0,8

Raça/Cor

Branca 38,1 99,0 1,0

Não branca 61,9 99,1 0,9

Sexo

Masculino 51,2 99,0 1,0

Feminino 48,8 99,2 0,8

Local de nascimento

Hospital / Estab. de Saúde 99,7 99,1 0,9

Outro 0,3 99,3 0,7

Tipo de parto

Vaginal 43,2 99,3 0,7

Cesáreo 56,8 99,0 1,0

Escolaridade materna

Não tem ensino superior 84,1 99,1 0,9

Tem ensino superior 15,9 99,0 1,0

Idade da mãe

Menor de 18 ou maior de 35 19,2 98,9 1,1

De 18 a 35 anos 80,8 99,2 0,8

Tipo de gravidez

Única 97,8 99,1 0,9

Múltipla 2,2 98,7 1,3

No de consultas de pre-natal

Até 5 consultas 17,6 99,0 1,0

6 ou mais consultas 82,4 99,1 0,9

Índice de Apgar no 5 o minuto

Menor que 7 1,0 91,9 8,1

Maior ou igual a 7 99,0 99,2 0,8

Baixo peso ao nascer

Sim 8,4 97,3 2,7

Não 91,6 99,3 0,7

Paridade

Nulípara 38,6 99,1 0,9

Não nulípara 61,4 99,1 0,9

Região de nascimento

Centro-Oeste 7,8 99,3 0,7

Nordeste 24,8 99,2 0,8

Norte 9,8 99,4 0,6

Sudeste 42,5 98,9 1,1

Sul 15,2 99,2 0,8
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Após a construção da tabela de distribuição de frequência simples e conjunta, foram

realizados ajustes dos modelos logit, probit e complemento log-log descritos na seção

de MLGs utilizando as técnicas de reamostragem k-fold e bootstrap. Foi utilizado uma

semente aleatória "2021"para gerar as amostras com as reamostragens citadas com o

objetivo de fornecer uma reprodutividade dos resultados.

Antes de utilizar as técnicas de re-amostragem foi separado 70% dos dados totais para

utilização dessas técnicas e os 30% restantes serão utilizados para validar os modelos �nais

escolhidos. Essa abordagem foi adotada pois como visto na seção de material e métodos,

o modelo �nal escolhido (construído a partir do treino) deve ser aplicado em dados que

não foram previamente visto, isto é, dados do teste.

Com os dados do treino (70% dos dados totais) foram utilizados rotinas que realizam

o k-fold utilizando k = 10, esse número foi adotado seguindo o estudo de Kohavi (2001),

assim a base será divida em 10 partes iguais onde 9/10 dessa base será utilizada para o

ajuste do modelo (treino) e os 1/10 restantes serão utilizados para validação do mesmo

(teste), gerando as seguintes métricas de ajuste: Acurácia, Sensibilidade, Especi�cidade,

AUC, Desvio entre o AUC da validação e o AUC médio. O ponto de corte ótimo foi

de�nido na amostra treino.

Para cada modelo gerado foi aplicado o teste de signi�cância geral de Wald com

intuito de remover variáveis com efeitos não signi�cativos adotando o nível de signi�cância

� = 0:05. A aplicação desse método descrito foi utilizado para os modelos Logit, Probit

e Complemento Log-Log e suas informações estão disponíveis na Tabela 2.
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Tabela 2: Medidas de qualidade do ajuste dos modelos Logit, Probit e Complemento
Log-Log explicativos do desfecho de anomalia congênita usando o método de

reamostragem Kfold.

Amostra treino (K=10)

Modelo Logit

Variáveis removidas ponto de corte ótimo
Amostra teste

A E S AUC D

1 RACACOR LOCNASC 0,009 0,735 0,737 0,478 0,649 0,006

2 RACACOR LOCNASC 0,009 0,727 0,729 0,492 0,654 0,001

3 RACACOR 0,009 0,726 0,728 0,506 0,662 0,007

4 RACACOR LOCNASC 0,009 0,738 0,741 0,491 0,659 0,005

5 RACACOR LOCNASC ESCMAE2010 0,009 0,727 0,729 0,479 0,645 0,009

6 RACACOR LOCNASC ESCMAE2010 0,009 0,726 0,728 0,511 0,660 0,006

7 RACACOR LOCNASC ESCMAE2010 0,009 0,725 0,727 0,485 0,651 0,004

8 RACACOR LOCNASC 0,009 0,726 0,728 0,502 0,657 0,003

9 RACACOR LOCNASC ESCMAE2010 0,009 0,727 0,730 0,497 0,656 0,001

10 RACACOR 0,009 0,737 0,740 0,480 0,652 0,002

Amostra treino (K=10)

Modelo Probit

Variáveis removidas ponto de corte ótimo
Amostra teste

A E S AUC D

1 RACACOR LOCNASC 0,010 0,740 0,742 0,473 0,649 0,006

2 RACACOR LOCNASC 0,009 0,738 0,740 0,484 0,654 0,001

3 RACACOR 0,009 0,736 0,738 0,498 0,662 0,007

4 RACACOR LOCNASC 0,009 0,739 0,742 0,491 0,660 0,005

5 RACACOR LOCNASC ESCMAE2010 0,010 0,743 0,746 0,464 0,646 0,009

6 RACACOR LOCNASC ESCMAE2010 0,010 0,744 0,746 0,491 0,661 0,006

7 RACACOR LOCNASC ESCMAE2010 0,009 0,734 0,736 0,479 0,651 0,004

8 RACACOR LOCNASC 0,009 0,739 0,742 0,486 0,658 0,003

9 RACACOR LOCNASC CONSPRENAT 0,009 0,738 0,740 0,487 0,657 0,002

10 RACACOR 0,009 0,742 0,744 0,478 0,652 0,003

Amostra treino (K=10)

Modelo Complemento Log-Log

Variáveis removidas ponto de corte ótimo
Amostra teste

A E S AUC D

1 RACACOR LOCNASC 0,009 0,724 0,726 0,488 0,649 0,005

2 RACACOR LOCNASC 0,009 0,725 0,728 0,494 0,654 0,001

3 RACACOR ESCMAE2010 0,009 0,727 0,729 0,505 0,661 0,007

4 RACACOR LOCNASC 0,009 0,717 0,719 0,512 0,659 0,005

5 RACACOR LOCNASC ESCMAE2010 0,009 0,727 0,729 0,479 0,645 0,009

6 RACACOR LOCNASC ESCMAE2010 0,009 0,726 0,728 0,511 0,660 0,006

7 RACACOR LOCNASC ESCMAE2010 0,009 0,728 0,731 0,483 0,651 0,004

8 RACACOR LOCNASC 0,009 0,727 0,729 0,502 0,657 0,003

9 RACACOR LOCNASC ESCMAE2010 0,009 0,728 0,730 0,496 0,656 0,002

10 RACACOR 0,009 0,737 0,740 0,480 0,652 0,002

A = Acurácia, S = Sensibilidade, E= Especi�cidade, AUC = Área sob a curva ROC (Area Under Curve), D = desvio entre AUC e o valor

médio de AUC.
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A aplicação da re-amostragem por bootstrap foi análoga ao k-fold descrito anterior-

mente. A diferença está em como o bootstrap realiza a re-amostragem na base que foi

descrita na seção de métodos de re-amostragem. Dos 70% dos dados do treino foram

retirados 30% para realização da validação para obtenção das métricas citadas no k-fold.

Foi escolhido um número de 50 amostras para realização do bootstrap. Segundo Efron

e Tibishari (1994), o número ideal de amostras por bootstrap deve ser de 50 a 200, isso

garante que as estimativas sejam con�áveis. Optou-se por não utilizar um número maior

de 50 amostras, pois a base de dados treino possui mais de 3 milhões de observações, o

que poderia ocasionar um alto custo computacional, levando a um alto tempo de proces-

samento. Os resultados para o bootstrap estão disponíveis no Anexo 2.

Foi computado o tempo de ajuste dos modelos gerados pela técnica k-fold e bootstrap,

que podem ser visualizados na Figura 6. A justi�cativa do tempo de execução dos modelos

pelo bootstrap ser discrepante em relação aos modelos ajustado pelo k-fold vem de que

pela primeira foram ajustados 50 modelos, enquanto pela segunda técnica apenas 10

modelos.

Figura 6: Tempo de execução dos modelos pelas técnicas de reamostragens

Fonte:Elaborado pelo Autor (2021)

Após a realização das técnicas de re-amostragem foram obtidas as médias das métricas

de qualidade de ajuste para cada os modelos logit, probit e complemento log-log, junto

com o desvio padrão e o coe�ciente de variação (CV) dos valores do AUC. Como foram

utilizados 2 técnicas de re-amostragem (k-fold e bootstrap), será escolhido o modelo que
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obteve a melhor média das métricas em cada técnica.

Como pode ser visto nas Tabelas 3 e 4, , os valores médios da área sob a curva ROC

foram aproximadamente iguais nos três modelos, e que as distribuições dos valores de AUC

apresentaram um grau de variabilidade muito baixo, com coe�cientes de variação (CV)

inferiores a 1%. Entretanto, o modelo probit apresentou valores médios de especi�cidade

e de acurácia ligeiramente maiores do que os modelos logit e complemento log-log. Desse

modo, o modelo que se ajustou relativamente melhor aos dados observados no treino, de

acordo com a média das métricas, foi o probit para ambos os tipos de reamostragem.

Tabela 3: Medidas de qualidade do ajuste dos modelos Logit, Probit e Complemento
Log-Log explicativos do desfecho de anomalia congênita, usando o método de

reamostragem Kfold.

Amostra teste
Medidas de qualidade do ajuste (Método Kfold)

ponto de

corte 

A E S AUC dDP (AUC) dCV(AUC)

Logit 0,009 0,730 0,732 0,492 0,655 0,0053 0,804%

Probit 0,009 0,739 0,742 0,483 0,655 0,0053 0,813%

CLogLog 0,009 0,727 0,729 0,495 0,654 0,0052 0,801%

Tabela 4: Medidas de qualidade do ajuste dos modelos Logit, Probit e Complemento
Log-Log explicativos do desfecho de anomalia congênita, usando o método de

reamostragem bootstrap.

Amostra teste
Medidas de qualidade do ajuste (Método bootstrap)

ponto de

corte 

A E S AUC dDP (AUC) dCV(AUC)

Logit 0,009 0,730 0,732 0,492 0,654 0,0028 0,434%

Probit 0,009 0,738 0,740 0,484 0,655 0,0028 0,432%

CLogLog 0,009 0,729 0,731 0,492 0,654 0,0029 0,437%

Como para cada tipo de reamostragem foram ajustados vários modelos excluindo

variáveis explicativas diferentes de acordo com o teste de Wald de signi�cância geral, é

necessário escolher quais variáveis explicativas serão excluídas para o ajuste do modelo

�nal, ou em outras palavras, é preciso identi�car qual subconjunto de variáveis explicativas

será considerado no modelo �nal. Como o desvio-padrão e o coe�ciente de variação dos

valores do AUC (Tabela 3 e Tabela 4 ) foram muito baixos para os modelos gerados
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utilizando ambas técnicas de re-amostragem, serão escolhidas as remoções das variáveis

explicativas daquele modelo que teve um valor de AUC mais próximo da média de todos

os valores de AUC, isso �xando o ajuste pela função de ligação Probit para cada técnica

re-amostragem.

Com relação a técnica k-fold, (Tabela 2) o modelo probit da amostra treino de nú-

mero 2 foi o que apresentou valor de AUC mais próximo da média0; 655. Neste modelo

foram removidas as variáveis explicativas "raça/cor"e "local de nascimento". Agora será

utilizado os 70% dos dados do treino uma única vez para ajuste do modelo probit consi-

derando as variáveis listadas no Quadro 5, com excessão das variáveis "raça/cor"e "local

nascimento"e depois, �nalmente, o modelo será usado para rotular dados previamentes

não vistos, isto é, a base de dados teste com 30% complementares dos dados totais. O re-

sultado do ajuste desse modelo , que incluem as estimativas dos parâmetros, de seus erros

padrões e p-valores do teste de Wald geral e individual, pode ser observado na Tabela 5.

Tabela 5: Resultados do ajuste do modelo probit escolhido para predizer a
probabilidade de anomalia congênita, usando o método de reamostragem kfold.

Características da mãe e do recém-nascido
Modelo probit*

Estimativa

pontual

Erro-

padrão

p-valor

(Wald)

Prematuridade

Sim 0

Não -0,104 0,007 <0,001

Sexo

Masculino 0

Feminino -0,091 0,004 <0,001

Tipo de parto

Vaginal 0

Cesáreo 0,116 0,005 <0,001

Escolaridade materna

Não tem ensino superior 0

Tem ensino superior 0,012 0,006 0,036

Idade da mãe

Menor de 18 ou maior de 35 0

De 18 a 35 anos -0,091 0,005 <0,001



3 Resultados e Discussão 47

Continuação da Tabela 5

Características da mãe e do recém-nascido
Modelo probit*

Estimativa

pontual

Erro-

padrão

p-valor

(Wald)

Tipo de gravidez

Única 0

Múltipla -0,209 0,013 <0,001

N o de consultas de pre-natal

Até 5 consultas 0

6 ou mais consultas 0,016 0,006 0,007

Índice de Apgar no 5 o minuto

Menor que 7 0

Maior ou igual a 7 -0,828 0,011 <0,001

Baixo peso ao nascer

Sim 0

Não -0,402 0,007 <0,001

Paridade

Nulípara 0

Não nulípara 0,019 0,004 <0,001

Região de nascimento <0,001

Centro-Oeste 0

Nordeste 0,053 0,010 <0,001

Norte -0,029 0,012 0,013

Sudeste 0,166 0,009 <0,001

Sul 0,056 0,010 <0,001

*Modelo selecionado usando a 2a amostra de treino (menor desvio entre AUC e AUC médio).

Nota: as variáveis Raça/Cor e Local de nascimento foram excluídas do modelo

Na Tabela 5 pode-se observar que todas as variáveis explicativas estão signi�cati-

vamente associadas com a probabilidade do recém-nascido possuir anomalia congênita

(p-valor <0,05).

Os recém-nascidos não prematuros são menos propensos a possuir anomalia congênita,

comparados com aqueles que nasceram prematuros. Recém-nascidos do sexo feminino

também apresentaram menor propensão de anomalia congênita comparados aos do sexo

masculino. Ainda com relação as características do bebê, observou-se menor propensão de

anomalia congênita entre os recém-nascidos que apresentaram um índice de apgar no 5o
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minuto maior ou igual a 7 (normal); que não tiveram baixo peso ao nascer e os nascidos na

região Norte, comparados com nascidos na região Centro-Oeste. Já os bebês nascidos nas

regiões Nordeste, Sudeste ou Sul apresentaram maior propensão de anomalia congênita

do que aqueles nascidos na região Centro-Oeste.

Quanto as características maternas, observou-se que as mães com idade de 18 a 35

anos tiveram menor propensão de ter bebês com anomalia congênita comparadas com as

mães com idade menor de 18 ou maior de 35 anos. Mães com gravidez múltipla também

tiveram menor propensão de ter bebês com anomalia côngenita do que as mães com

gravidez única.

Além disso, observou-se que os recém-nascidos que nasceram via parto cesáreo são

mais propensos a possuir anomalia congênita comparados com aqueles que nasceram visa

parto vaginal. Também observou-se maior propensão de anomalia congênita para bebês

�lhos de mães: não-nulíparas (comparativamente as mães nulíparas); que possuem ensino

superior (comparativamente às mães que não tem ensino superior) e que realizaram 6 ou

mais consultas de pre-natal (comparados com aquelas que realizaram até 5 consultas de

pre-natal).

Observando os resultados do bootstrap no anexo 2 o modelo probit com valor de AUC

que mais se aproximou da média foi aquele obtido na amostra treino de número 39, isto é,

modelo que removeu as variáveis explicativas �raça/cor�, �local de nascimento� e �número

de consultas de pre-natal�. Foi adotado a mesma metodologia citada anteriormente para o

modelo escolhido pela técnica kfold. O ajuste desse modelo pode ser observado na Tabela

6 e possui interpretação análoga ao modelo probit selecionado pelo kfold, tirando o fato

que a variável "número de consultas de pre-natal"também foi removida.

Tabela 6: Resultados do ajuste do modelo probit escolhido para predizer a
probabilidade de anomalia congênita, usando o método de reamostragem bootstrap.

Características da mãe e do recém-nascido
Modelo probit

Estimativa

pontual

Erro-

padrão

p-valor

(Wald)

Prematuridade

Sim 0

Não -0,102 0,007 <0,001
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Continuação da Tabela 6

Características da mãe e do recém-nascido
Modelo probit

Estimativa

pontual

Erro-

padrão

p-valor

(Wald)

Sexo

Masculino 0

Feminino -0,091 0,004 <0,001

Tipo de parto

Vaginal 0

Cesáreo 0,118 0,005 <0,001

Escolaridade materna

Não tem ensino superior 0

Tem ensino superior 0,014 0,006 0,019

Idade da mãe

Menor de 18 ou maior de 35 0

De 18 a 35 anos -0,090 0,005 <0,001

Tipo de gravidez

Única 0

Múltipla -0,207 0,013 <0,001

Índice de Apgar no 5 o minuto

Menor que 7 0

Maior ou igual a 7 -0,826 0,011 <0,001

Baixo peso ao nascer

Sim 0

Não -0,401 0,007 <0,001

Paridade

Nulípara 0

Não nulípara 0,018 0,004 <0,001

Região de nascimento <0,001

Centro-Oeste 0

Nordeste 0,052 0,010 <0,001

Norte -0,031 0,012 0,008

Sudeste 0,166 0,009 <0,001

Sul 0,057 0,010 <0,001

*Modelo selecionado usando a 39a amostra de treino (menor desvio entre AUC e AUC médio).

Nota: as variáveis Raça/Cor, Local de Nascimento e N.o de consultas de pre natal foram

excluídas do modelo.
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Os modelos selecionados via kfold e bootstrap foram aplicados na base de dados teste

para simular como os modelos se comportam com dados previamente não observados para

o seu ajuste. Os resultados podem ser visualizados pelos seguintes grá�cos de curva ROC:

Figura 7: Curva ROC e métricas do modelo escolhido pela reamostragem kfold

Fonte: Elaborado pelo Autor (2021)

Figura 8: Curva ROC e métricas do modelo escolhido pela reamostragem bootstrap

Fonte: Elaborado pelo Autor (2021)
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Observando a Figura 7 e a Figura 8 as métricas obtidas para avaliar a capacidade

discriminatória dos modelos foram bastante parecidas, apesar da remoção de uma variá-

vel explicativa a mais (número de consultas de pre-natal) pelo modelo selecionado pela

reamostragem bootstrap. Nos modelos probit selecionados com ambas as técnicas de

re-amostragem, observa que cerca de 47% dos recém-nascidos que possuem anomalia con-

gênita foram classi�cados corretamente, enquanto que cerca de 74% dos recém-nascidos

que não possuem anomalia congênita foram classi�cados corretamente.Já a acurácia (A),

informa uma proporção de aproximadamente 74% de recém nascidos classi�cados de forma

correta nos modelos probit obtidos por ambas as técnicas de re-amostragem
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4 Conclusões e considerações �nais

Apesar de terem sido aplicadas técnicas de reamostragem diferentes (kfold e boots-

trap), os resultados das métricas que avaliam a capacidade discriminatória dos modelos

foram parecidas para todos os modelos (logit, probit e complemento log-log) em ambas

as reamostragens, favorecendo sutilmente o modelo probit.

Embora o modelo probit tenha sido o melhor modelo selecionado por ambas as téc-

nicas de reamostragem, as variáveis explicativas selecionadas pelo teste de signi�cância

geral de Wald no ajuste �nal foram diferentes, foram removidas as variáveis "raça/cor" e

"local de nascimento" pelo modelo probit ajustado pela técnica de reamostragem k-fold

e para técnica bootstrap, além dessas, também foi removido a variável explicativa "N. de

consultas de pre natal". Apesar disso, os resultados dos ajustes dos modelos e a simulação

com dados previamente não observados foram bem parecidas.

Como foi apresentado, o tempo de execução das técnicas de reamostragem foi despro-

porcional, a técnica de bootstrap levou mais tempo para ser executada do que a técnica

k-fold. Como os resultados foram parecidos, a técnica k-fold mostrou melhor desempenho

levando em consideração o tempo de execução do algoritmo, o que já era esperado pelo

estudo de Kohavi (2001), que realizou ajustes de inúmeros modelos pelas técnicas de kfold

(k=10) e bootstrap e teve em sua conclusão que a melhor técnica foi o kfold, com o mesmo

k adotado por essa monogra�a.

Os resultados dos ajustes dos modelos probit �nais apresentaram boas taxas de acurá-

cia e especi�cidade (maiores que 70%), porém apresentaram uma sensibilidade em torno

de 47% o que pode ser considerada baixa.

Os valores dos AUCs obtidos nos ajustes dos modelos são um pouco menores que 0,7,

onde o valor 0,7 já indicaria, segundo Marôco (2007), uma capacidade discriminatória

aceitável. Uma alternativa para melhorar a capacidade discriminatória dos modelos seria

incluir mais variáveis explicativas presentes na base de dados da SINASC levando em conta

algum modelo conceitual, porém isso poderia elevar o custo computacional, elevando ainda
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mais o tempo de processamento para ajustes dos modelos. Outra alternativa seria adotar

outros tipos de modelos, como por exemplo modelos estatísticos que são conhecidos por ser

ajustar bem a desfechos raros, como por exemplo o modelo log-linear de Poisson usando

o estimador de variância robusta (COUTINHO; SCAZUFCA; MENEZES, 2008).
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ANEXO 1 -- Formulário de declaração de

nascidos vivos (DN)
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